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Yiksek Lisans Tezi

OZET

LIDAR NOKTA BULUTLARININ DERIN OGRENME VE MAKINE OGRENMESI
YONTEMLERI iLE SINIFLANDIRILMASI

Nisa KOBAN

Karadeniz Teknik Universitesi
Fen Bilimleri Enstitiisii
Elektrik-Elektronik Miihendisligi Anabilim Dali
Damgman: Dr. Ogr. Uyesi Emrah BENLI
2025, 100 Sayfa

Diizensiz ve yogun yapiya sahip nokta bulutlarinin i¢ mekan ve dis mekén uygulamalarinda
dogru sekilde islenmesi, bina modelleme, navigasyon ve otonom sistemler igin 6nemli bir
gereklilik olarak ©6ne ¢ikmaktadir. Bu galigmada Lidar nokta bulutu verilerinin farkli makine
O0grenmesi ve derin Ogrenme yontemleri kullanilarak smiflandirilmasi ve bu yodntemlerin
performanslarmin karsilagtirilmasi amag¢lanmustir.

Calismada NuScenes veri setinin Lidarseg-mini alt kiimesi kullanilmis ve nokta bulutlar
yedi farkli sinifa ayrilmistir. Deneysel ¢alismalarda hem klasik makine 0grenmesi algoritmalar
Random Forest, K-En Yakin Komsu, ML-MLP hem de derin 6grenme tabanli yontemler DL-MLP,
CNN, PointNet Mini uygulanmig, modellerin dogruluk, F1, duyarlilik ve kesinlik metrikleri
iizerinden karsilastirmalart yapilmstir.

Elde edilen sonuglara gore, Random Forest gibi klasik yontemler hizli diisiik maliyetli
¢oziimlerle daha yiiksek dogruluk ve genelleme kabiliyeti sunarken, derin 6grenmede CNN ve
PointNet tabanl yaklasimlar daha diisiik dogruluk ve genelleme kabiliyeti gostermistir. Bununla
birlikte, sinif dengesizligi sorunu kiigiik o6rneklere sahip kategorilerde performans diisiisiine yol
acmistir.

Sonuglar, makine 6grenmesi yontemlerinden Random Forest algoritmasinin en yiiksek genel
dogruluk ve tutarli sonuglar1 verdigini gostermistir. Derin 6grenme yontemleri arasinda ise
PointNet mini mimarisi 6zellikle nokta tabanli 6zellik ¢ikarimi sayesinde giiglii bir performans

sergilemistir.

Anahtar Kelimeler: Derin Ogrenme, Nokta Bulutlari, Makine Ogrenmesi, Siniflandirma
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PhD. Thesis

SUMMARY

CLASSIFICATION OF LIDAR POINT CLOUDS USING DEEP LEARNING AND
MACHINE LEARNING METHODS

Nisa KOBAN

Karadeniz Technical University
The Graduate School of Natural and Applied Sciences
Electrical and Electronics Engineering Graduate Program
Supervisor: Asst. Prof. Emrah BENLI
2025, 100 Pages

The accurate processing of point clouds with irregular and dense structures in indoor and
outdoor applications is emerging as an important requirement for building modeling, navigation,
and autonomous systems. This study aims to classify Lidar point cloud data using different
machine learning and deep learning methods and to compare the performance of these methods.

The Lidarseg-mini subset of the NuScenes dataset was used in the study, and the point
clouds were divided into seven different classes. In the experimental studies, both classical
machine learning algorithms (Random Forest, K-Nearest Neighbor, ML-MLP) and deep learning-
based methods (DL-MLP, CNN, PointNet Mini) were applied, and the models were compared
based on accuracy, F1, sensitivity, and precision metrics.

According to the results obtained, classical methods such as Random Forest offer higher
accuracy and generalization ability with fast, low-cost solutions, while CNN and PointNet-based
approaches in deep learning showed lower accuracy and generalization ability. However, the class
imbalance problem led to a decrease in performance in categories with small samples.

The results showed that the Random Forest algorithm among machine learning methods
provided the highest overall accuracy and consistent results. Among deep learning methods, the
PointNet mini architecture demonstrated strong performance, particularly due to point-based

feature extraction.

Key Words: Classification, Deep Learning, Machine Learning, Point Clouds
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1. GENEL BIiLGILER

1.1. Giris

Son yillarda dijital sistemlerdeki hizli gelismeler, ¢evresel verilerin toplanmasi ve
islenme bigimlerinde 6nemli doniisiimlere neden olmustur. Bu teknolojiler arasinda Lidar
(Light Detection and Ranging) sistemleri, yiiksek hassasiyetli ti¢ boyutlu uzamsal verileri
ile 6ne c¢ikmaktadir. Lazer 1sinlar1 gondererek cisimlerden yansiyan sinyalleri 6lgen bu
sistemler, karmagik ortamlar1 ayrintili bicimde temsil eden nokta bulutu verileri olusturur.
Elde edilen bu nokta bulutlari, otonom siiriisten sehir planlamasina, robotik algilamadan
haritalamaya kadar pek cok alanda temel veri kaynagi haline gelmistir. Lidar verileri
genellikle milyonlarca ii¢ boyutlu noktadan olusur ve her nokta x, y, z konum bilgisine ek
olarak yogunluk gibi ¢esitli 6zellikler tagir. Bu verilerden anlamli bilgi elde edilebilmesi
icin yapay zeka destekli yontemlerin, 6zellikle de makine 6grenmesi ve derin 6grenme
tekniklerinin devreye girmesi kacinilmaz hale gelmektedir. Siniflandirma islemi, nokta
bulutu verilerinin semantik anlam kazandirilarak, her noktanin ait oldugu nesne tiiriine
gore etiketlenmesini saglamaktadir. Bu islem, ortamin detayli analizine olanak tanirken,
karar verme siire¢lerinin de temelini olusturur.

Bu tez ¢alismasinda, Lidar verilerinin siniflandirilmasina yonelik derin 6grenme ve
makine 6renmesi yaklagimlari kullanilmistir. Calismada, gergek bir Lidar veri kiimesi olan
nuScenes’in Lidarseg-mini siirimii kullanilarak 7 farkli siif i¢in simiflandirma islemi
gerceklestirilmistir. Kullanilan siniflar arasinda araglar, yayalar, motosikletler, bariyerler
ve sabit nesne yapilar1 gibi farkli kategoriler yer almaktadir. Veri seti, Velodyne HDL-32E
Lidar sensorii ile toplanmis olup, 360° goriis alanina sahip, yiiksek yogunluklu taramalar
icermektedir. Caligmanin tiim asamalari Google Colab platformunda yiiriitiilmiis olup
veriler burada islenmis ve gorsellestirilmistir. Bu platformun GPU destegi sayesinde egitim
stireleri 6nemli Ol¢iide kisaltilmistir. Ek olarak Python, NumPy, Pandas ve Plotly gibi
kiitiphaneler — araciligiyla  grafiksel analiz  ve  etkilesimli  gorsellestirmeler
gerceklestirilmistir.

Yontemsel olarak ¢alismada hem klasik makine 6grenmesi algoritmalart hem de
derin o6grenme mimarileri kullanilmistir. Cok Katmanli Perceptron (MLP) ve 1D

Convolutional Neural Network (1B CNN), Random Forest, , KNN, PointNet-Mini gibi



farkli yontemler ile Lidar verisi tizerinde deneyler gergeklestirilmis, siniflandirma
dogrulugu ve smif bazli basarim dlgiitleri analiz edilmistir. Ayrica, sinirli basar1 gosteren
Extra Tree, goriintii ve nokta eslestirme gibi denemeler degerlendirilmis ve performans
acisindan neden yetersiz kaldigi tartisilmistir. Sonug olarak, bu tez ¢alismasinda Lidar
verilerinin  nokta bulutu siniflandirilmas1  konusunda, farkli 6grenme modelleri
karsilagtirilarak algoritmalarin performanslarini ortaya koymay1 amaglanmistir. Sinif bazl
dogruluk, karisiklik matrisleri ve F1 skorlar1 gibi degerlendirme metrikleri yardimiyla

modellerin gii¢lii ve zayif yonleri incelenmistir.

1.2. Tezin Amaci

Lidar wverisi ¢ogunlukla milyonlarca nokta igerdiginden, bu noktalarin
siiflandirilmas1  sabit nesnelerin dogru sekilde tanimlanmasinda kritik bir rol
oynamaktadir. Siniflandirma siireci, her bir noktanin ait oldugu smifin belirlenmesi
anlamma gelir. Son yillarda, nokta bulutlarinin daha etkin kullanilabilmesi ic¢in 6zellik
tabanli siniflandirma yontemlerine yonelik arastirmalar artmistir. Yogunluk, yiikseklik
veya egim gibi 6znitelikler, siniflandirma algoritmalarina ek bilgi saglayarak karar verme
stirecini kolaylastirmaktadir. Liu ve Yan (2021), Lidar verilerinden elde edilen bu tiir
Ozniteliklerin 3B i¢ mekan modellemesi ve siniflandirma calismalarinda 6nemli katkilar
sagladigini gostermistir (Liu & Yan, 2021). Benzer sekilde Pirotti ve arkadaslari (2020),
ozellikle i¢ mekan uygulamalarinda 6zellik ¢ikariminin simiflandirma basarisini artirdigin
ve analiz dogruluguna 6nemli katkilar sundugunu vurgulamistir (Pirotti vd., 2020).

Son donemde yapay zeka ve makine 6grenmesi teknikleri de bu alanda yogun sekilde
kullanilmaktadir. Zhang ve arkadaslari (2016), derin &grenme algoritmalarinin Lidar
verisinin dogru simiflandirilmasinda biiyiik potansiyel sundugunu belirtmistir (Zhang vd.,
2016). Atik ve arkadaslar1 (2022) ise insansiz hava araci goriintiilerinden elde ettikleri
nokta bulutu verisini dort sinifa ayirmis ve Rastgele Orman (RO) ile Cok Katmanl
Algilayict (CKA) yontemlerini kiyaslamistir. Calismalarinda RO algoritmasi ile %78,54
CKA ile %89,88 genel dogruluk elde edilmis olup, bu durum derin 6grenme tabanli
yaklasimlarin klasik yontemlere kiyasla daha yiiksek dogruluk sagladigini gostermektedir
(Atik vd., 2022).

Nokta bulutlarinin siniflandirilmasina yonelik derin 6grenme tabanli ¢alismalar da

hiz kazanmistir. Minemura ve arkadaglar1 (2018), yalnizca nokta bulutu verisi kullanarak



kentsel alanlarda nesne tespiti yapabilen optimize edilmis bir evrisimli sinir ag1
gelistirmistir. Genisletilmis evrisim yapilar1 sayesinde ag, algi alanini artirmig ve islem
stiresini yaklasik %30 kisaltmistir. Ayrica 50 FPS hizinda ¢alisabilmesi, yontemin gergek
zamanli uygulamalara uygunlugunu ortaya koymustur (Minemura vd., 2018). Benzer
sekilde, Sen ve Bayasli (2021) Lidar verilerini denetimsiz yapay sinir aglar ile
filtreleyerek Kendini Diizenleyen Haritalar (KDH) teknigini kullanmis ve kiimeleri uydu
goriintiileriyle ~ dogrulamistir.  Bu  yontem, denctimsiz  tekniklerin de  Lidar
siniflandirmasinda etkin olabilecegini ortaya koymaktadir (Sen & Bayasli, 2021).

Derin 6grenme alaninda 6ne ¢ikan calismalardan biri Qi ve arkadaslarmin (2017)
gelistirdigi PointNet++’tir. Bu yontem, nokta bulutlarinin mekansal yapisini hiyerarsik bir
ag lzerinden Ogrenmekte ve farkli seviyelerdeki Ozellikleri yakalayarak 3B nesne
siiflandirmasinda yiiksek dogruluk saglamaktadir. PointNet++’in orijinal PointNet’e
kiyasla daha iyi sonuglar sundugu, 6zellikle yiiksek ¢oziiniirliikli Lidar verilerinde daha
etkili oldugu gorilmistiir (Qi vd., 2017). He ve arkadagslar1 (2017) ise goriintii isleme
alaninda yaygin kullanilan Mask R-CNN algoritmasimi Lidar verisi iizerinde uygulayarak
3B nesne tespiti ve segmentasyonu gerceklestirmis ve yiiksek dogruluk oranlarina
ulagmistir (He vd., 2017).

Bu calismalarin devaminda Chen ve arkadaslar1 (2022), derin 6grenmeyi Genis
Ogrenme Sistemi (BLS) ile birlestirerek Point-BLS adli yeni bir ag modeli dnermistir.
Deneyler, Point-BLS’nin hem dogruluk hem de egitim siiresi agisindan klasik derin
O0grenme yoOntemlerine gore avantaj sagladigint ve ModelNet40 veri setinde %87,48
dogruluk oranina ulastigin1 géstermistir (Chen vd., 2022). Grafik tabanli yaklagimlar da
literatiirde dikkat cekmektedir. Zhang ve Rabbat (2018), PointGCN modeliyle nokta
bulutlarmi smiflandirmak i¢in Graph-CNN yapisin1 Onermistir. Yerellestirilmis grafik
konvoliisyonlarint farkli havuzlama yontemleriyle birlestiren bu yapi, ModelNetl0 ve
ModelNet40 iizerinde rekabetci sonuglar elde etmistir (Zhabg & Rabbat, 2018).

Son yillarda literatiire giren bir diger yontem Rao ve arkadaslarinin (2022)
gelistirdigi Siyam PointNet++’tir. Bu yontem nokta ciftleri arasindaki iligkileri kesfederek
siiflandirma dogrulugunu artirmay1 hedeflemektedir. IEEE GRSS Veri Fiizyon Yarismasi
2019 veri kiimesi iizerinde yapilan deneylerde, orijinal PointNet++’a kiyasla daha yiiksek
dogruluk ve ortalama kesisim (MIOU) degerlerine ulasilmistir. Bununla birlikte, azinlik
smiflarindaki dengesizlik sorunlari dikkat ¢ekmistir (Rao vd., 2022). Azizmalayeri ve

arkadaglar1 (2018) ise ¢ekirdek korelasyon tabanli bir CNN yontemi 6nererek MNIST veri



setinde %99,4 gibi yiiksek bir dogruluk orani elde etmis ve mevcut yontemlerle benzer
seviyede basar1 gostermistir (Azizmalayeri vd., 2018).

Ayrica, Gong ve arkadaslar1 (2021) nokta bulutlarinin daha iyi temsil edilebilmesi
icin kiiresel ve yerel 6zelliklerin birlikte kullanildig1 bir ag mimarisi gelistirmistir. Calisma
sonuglari, kiiresel ozelliklerin entegrasyonunun farkli veri kiimelerinde siiflandirma ve
segmentasyon basarisini artirdigini gostermistir (Gong vd.,2021). Riou ve arkadaslari
(2022) ise daha gergekei bir senaryoya odaklanarak seyrek ve giiriiltiilii Lidar verilerinde
takviyeli 0grenme yonteminin kullanimini Onermistir. Bu yaklagim, farkli ornekleme
yogunluklarinda dahi diger yontemlere goére daha tutarli bir siniflandirma basarisi

saglamistir (Riou vd., 2022).

1.3. Lidar Yapisal Bilesenleri

Lidar sensorleri, nesnelerin konumunu belirlemek igin lazer darbelerinden yararlanan
bir teknolojidir. Gilinlimiizde bu yontem haritalama, otonom araglar, robotik sistemler ve
uzaktan algilama gibi bir¢cok alanda tercih edilmektedir ¢ilinkii yiiksek dogrulukta ¢evresel
alg1 sunabilmektedir.

Bir Lidar sistemi genellikle lazer verici, alici, doner mekanizma ve zaman Olglim
bilesenlerinden olusur. Caligma prensibi, gonderilen lazer 1sininin bir yiizeye carpip geri
dénmesi ve bu siirenin dlciilmesi esasna dayanir. Olgiilen siire sayesinde objenin sensore
olan uzakligi hesaplanir ve taranan alanin ti¢ boyutlu modeli elde edilebilir. Lidar’in
tirettigi temel ¢ikti nokta bulutlaridir ve gilinlimiizde gelismis sensorler sayesinde hem
yatay hem de dikey yilizeylerde oldukca yogun nokta bulutlar1 elde etmek miimkiindiir
(Shan & Toth, 2018).

Elde edilen nokta bulutlari, her bir noktanin x, y, z koordinatlarini icerir. Bunun
yaninda, bazi durumlarda yogunluk, zaman damgas: veya darbe numaras: gibi ek bilgiler
de saglanir. Bu veriler kullanmilarak cevrenin geometrik yapisi modellenebilir. Ancak
sadece verinin toplanmasi yeterli degildir bu noktalarin siniflandirilmasi ve anlamli hale
getirilebilmesi i¢in gelismis isleme yoOntemlerine ihtiya¢ duyulmaktadir. Son yillarda
makine 6grenmesi ve derin 6grenme tekniklerinin gelismesiyle birlikte Lidar verilerinin
islenmesi ¢ok daha etkin bir hale gelmistir. Boylece sadece ii¢ boyutlu yapinin degil, ayn1

zamanda ¢evredeki nesnelerin tiirlerinin de algilanmasi miimkiin olmustur (Qi vd., 2017).



Bu c¢alismada kullanilan NuScenes veri seti, Velodyne HDL-32E adli ii¢ boyutlu
Lidar sensorii ile elde edilen nokta bulutlarini igermektedir. Yiiksek yogunluklu tarama
kapasitesi ile bilinen bu sensor, 6zellikle otomotiv sektoriinde yaygin olarak tercih
edilmektedir. Calismada kullanilan veriler, Velodyne HDL-32E sensériinden elde edilen
uzamsal bilgileri dogrudan yansitmakta olup siniflandirma algoritmalariyla uyumlu hale

getirilerek analiz edilmistir (Velodyne, 2020).

1.4. Nokta Bulutu Verileri

Nokta bulutu verileri, Lidar sensorlerinden elde edilen ve gevredeki nesnelerin {ig
boyutlu temsilini saglayan islenmemis veri kiimeleridir. Her bir nokta, konum bilgisini
ifade eden x, y, z koordinatlarinin yan1 sira yogunluk gibi ek bilgiler de igerir. Bu nedenle
nokta bulutlar1 robotik algilama, siniflandirma, haritalama ve modelleme gibi pek c¢ok
uygulamada temel veri formati olarak kullanilmaktadir (Pomerleau vd., 2015).

Bu tez kapsaminda kullanilan nokta bulutu verileri, NuScenes veri setinin Lidarseg-
mini stirimiinden alinmistir. Bu veriler, Velodyne HDL-32E sensorii ile toplanmis olup,
yiiksek yogunluklu ii¢ boyutlu nokta kiimeleri olusturulmustur. Ancak nokta bulutlarinin
yapist diizensiz oldugu ig¢in, taramalarda noktalarin yogunlugu, dagilimi ya da nesne
bicimleri degiskenlik gosterebilmektedir. Bu durum, diizenli grid yapisindaki veriler i¢in
gelistirilen geleneksel bilgisayarla gdrme yontemlerinin dogrudan uygulanmasini
zorlagtirmaktadir. Bu sebeple, nokta bulutu verilerinin islenmesi 6zel 6n hazirlik adimlar
ve Ozellestirilmis derin 6grenme teknikleri gerektirmektedir (Guo vd., 2020).

Veri isleme ve gorsellestirme adimlart i¢in bu c¢alismada Google Colab
kullanilmistir. Colab tercih edilmesinin en 6nemli nedeni, 6zellikle yiiksek hesaplama giicii
gerektiren projelerde sagladigt GPU destegi ve bulut tabanli yapisidir. Bunun yaninda,
Plotly gibi etkilesimli gorsellestirme kiitiiphanelerinin daha sorunsuz calisabilmesi de
onemli bir avantaj saglamaktadir. Bu nedenlerle, tiim deneysel siirecler Google Colab

tizerinde gergeklestirilmistir (Bisong, 2019).
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Sekil 1. 7 Sinifa ait ilk on bin nokta

Calismanin bu gorsellestirme adiminda, nuScenes veri kiimesinden elde edilen ham
verilerin genel yapisini incelemek i¢in 7 smifa ait tiim noktalardan rastgele secilen ilk
10.000 nokta kullanilarak 3B dagilim grafigi olusturulmustur. Ger¢ek Lidar verileri
milyonlarca nokta igerdiginden, gorsellestirme asamasinda islem verimliligini artirmak
amaciyla rastgele segilmis 10.000 nokta kullanilmistir. Bu Orneklemede Plotly
gorsellestirme araci ile daha hizli ve kararli grafik olusturulmasi saglanmistir (Zhang
vd.,2022). Noktalarin ii¢ boyutlu uzaydaki dagilimlari Google Colab ortaminda Python ve
Plotly kiitiiphanesi kullanilarak ¢izdirilmistir. Noktalar, yiikseklik bilgilerini temsil eden z
koordinatina gore renklendirilmistir. Renklendirme i¢in kullanilan Viridis renk skalasi ile
diisiik degerler koyu mavi ve mor tonlarinda, yliksek degerler ise acik yesil ve sari
tonlarinda gosterilerek derinlik algisini arttinnlmistir (Hunter, 2007). Bu renklendirme
sayesinde zemine yakin nesneler daha koyu renklerde goriiniirken, yiiksek yapilar ya da
yiiksek nesneler agik renklerle temsil edilmistir. Bu renkli gosterim ile nokta bulutunun
yapist, yogunlugu ve dagilimi gibi Ozellikleri gorsel olarak daha anlagilir bir hale

getirilmistir.

1.4.1. Smirlayic1 Kutu Yapisi

Lidar tabanli nesne tanima ve smiflandirma calismalarinda en ¢ok kullanilan

yontemlerden biri sinirlayict kutu yapisidir. Bu kutular, tic boyutlu ortamda bir nesnenin



konumunu, boyutlarini ve yOniinii tanimlamaya yarar. Genellikle merkez koordinatlar
geniglik, uzunluk, yiikseklik ve doniis bilgileriyle ifade edilir. Bu galismada kullanilan
nuScenes veri seti de her Lidar taramasinda sahnedeki nesnelere ait ti¢ boyutlu sinirlayici
kutular1 igermektedir. Her kutunun araba veya yaya gibi bir smif etiketi bulunmasi
sayesinde, sahnedeki nesnelerin hangi tiirden oldugu net bir sekilde belirlenebilmektedir.
Sinirlayict kutular yalnizca gorsel bir aciklayicilik sunmakla kalmaz, ayn1 zamanda hangi
Lidar noktalarinin hangi nesneye ait oldugunun anlasilmasinda da kritik bir rol oynar
(Caesar vd., 2020).

Bu kutular tizerinden yapilan analizler, her sinifa ait ka¢ adet kutunun bulundugunu
ve siniflar arasinda dengenin nasil oldugunu ortaya koymustur. Bu tiir bir kontrol oldukga
onemlidir ¢iinkii dengesiz dagilimlar siniflandirma modellerinin performansini dogrudan
etkileyebilir. Ornegin, baz1 simiflara ait veriler digerlerine gore ¢ok daha fazlaysa, model
bu smiflart 6grenmeye fazla egilim gosterebilir ve diger siniflarda basarisi diisebilir. Bu
nedenle veri setinin dengesi, modelin adil ve dogru sonuglar iiretebilmesi agisindan kritik
bir unsurdur.

Calismanin bu adiminda nuScenes Lidarseg-mini veri kiimesinden elde edilen 3B
nokta bulutu verileri kullanilarak, sahne i¢indeki nesnelerin uzamsal konumlar1 ve sinif
dagilimlar1 gorsellestirilmistir. Bu adimda, ornek bir kutu tanimlanarak bu kutunun
igerisine diisen Lidar noktalar1 tespit edilmis ve ilgili smf etiketlerine gore
renklendirilmistir. Bu islem farkli siniflarin kutu igerisinde nasil dagildigin1 analiz etmek
amactyla gerceklestirilmistir.

Calismanin bu adiminda gorsellestirme i¢in kullanilan nokta bulutu, rastgele
olusturulmus 10.000 adet 3B noktadan olusmaktadir. Bu noktalara ait sinif etiketleri 0 ile 6
arasinda rastgele dagitilmis olup, her sayr ¢alismada kullanilan smiflardan birini temsil

etmektedir. Tablo 1’de sinif etiketlerinin karsilik geldigi renk eslemesi sunulmaktadir.



Tablo 1. Smif etiketlerinin renk eslestirmesi

Sinif Etiketi Sinif Adi Renk
0 Araba Mavi
1 Yaya Kirmizi
2 Otobiis Turuncu
3 Kamyon Yesil
4 Motosiklet Mor
5 Bariyer Kahverengi
6 Bisiklet Rafi Pembe

Tum Noktalar

Sekil 2. Kutu i¢indeki ham noktalar




Sekil 3. Kutu i¢inde renkli etiketlenmis siiflar

Sekil 2’de sahnedeki tiim Lidar noktalariin gri tonlarda oldugu goriiliirken ikinci
gorselde olan Sekil 3’te bir nesneye karsilik gelen 3B kutu iginde kalan noktalar, ait
olduklar1 siniflara gore renklendirilmistir. Buradaki renklendirme islemi, her bir Lidar
noktasinin sahip oldugu simif etiketine gore gergeklestirilmistir. Bu renkli gdsterim
sayesinde, kutu igerisindeki nesneye ait nokta yogunlugu ve yapisal dagilim daha agik
sekilde analiz edilebilmistir.

Calismada veriler, Python programlama dili kullanilarak Google Colab ortaminda
islenmis ve Plotly kiitiiphanesi yardimiyla gorsellestirilmistir. 3B kutu yapisi, ilgili sahneye
ait etiketlerden alinmis olup, kutunun merkezi, boyutlar1 ve doniisiimleri kullanilarak kutu
icine diisen noktalar matematiksel olarak filtrelenmistir. Bu filtreleme ile hedefe ait Lidar
noktalar1 ayristirilarak renklendirilmis ve sinif etiketleriyle birlikte analiz edilmistir. Kutu
icerisine giren noktalar, geometrik olarak kiibik hacim igerisinde kalanlar tizerinden
se¢ilmistir. Bunun i¢in kutu merkez koordinatlari, boyutlar1 ve yonelimi tanimlanmais,
ardindan bu kutu igerisine diisen noktalar matematiksel olarak filtrelenmistir. Filtreleme
isleminde noktalarin kutu eksenine gore konumlar1 hesaplanarak hacim sinirlari igerisinde
kalanlar ayristirilmistir.

Bu gorsellestirme yontemi hem verinin kalitesini hem de sinif dagilimini 6n analiz

asamasinda degerlendirmek igin oldukga islevseldir (Caesar vd., 2020; Hackel vd., 2017).
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1.5. Smiflandirma Performans Olgiitleri

Performans Olgiitlerinin dogru bir sekilde se¢ilmesi Lidar nokta bulutu verilerinin
siniflandirmasinda kullanilan 6grenme modellerinin basarisin1 degerlendirebilmek ig¢in
kritik bir 6neme sahiptir. Bu ¢alismada, 7 sinifli bir siniflandirma problemi hedeflendigi
i¢in, her bir smifa ait performans degerlendirmesinin ayr1 ayri yapilmasi ve modelin genel

basarisin1 6lgmek i¢in toplu metriklerin kullanilmasi gerekli olmustur.

1.5.1. Dogruluk

Dogruluk, modelin tiim tahminlerinden kag¢ tanesinin dogru tahmin oldugunu

gosteren bir metriktir.

TP+TN (1)

Dogruluk = ———«——
TP+TN+FP+FN

Denklem (1)’de TP (Pozitif Dogru), TN (Negatif dogru), FP (Yanlis Pozitif) ve FN
(Yanhis Negatif) kavramlari, modelin tahmin ettigi ve gercek etiketler arasindaki iliskiyi
temsil etmektedir (Sokolova & Lapalme, 2009).

1.5.2. Kesinlik (Precision)

Kesinlik, modelin pozitif olarak belirledigi Ornekler arasinda, gercekte dogru

olanlarin oranini1 ifade etmektedir.

Kesinlik= —= (2)
TP+FP

Bu metrik, yanlis pozitif oraninin azaltilmasi istenen uygulamalarda tercih edilir. (Bu
caligmada, Ozellikle yaya gibi seyrek noktali siniflarda modelin hatasiz tespiti igin

hassasiyet degeri kritik bir rol oynamistir (Powers, 2011).

1.5.3. Duyarhhk/Ger¢ek Pozitif Oram

Duyarlilik, gercek simif etiketine sahip Orneklerin model tarafindan kag¢ tanesinin

dogru siiflandirildigini gdsterir.
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Bu metrik, simf icindeki eksik tanimlari 6n plana ¢ikarmakta kullanilir. Ornegin,
motosiklet gibi az sayida goriillen siniflarda duyarliligin yiiksek olmasi modelin nadir

nesneleri de iyi taniyabildigini gosterir (Powers, 2011).

15.4. F1Skoru

F1 skoru kesinlik ve duyarlilik metrikleri arasinda denge kurar ve Denklem (3)’te

tanimlanmustir.

Fl= Kesinlik.Duyarlilik (3)

Kesinlik+Duyarlilik

F1 skoru, dengesiz veri kiimelemesinde daha dogru bir performans gostergesi
sundugu i¢in bu ¢alismada, hedeflenen tiim 7 sinif i¢in hem bireysel F1 skorlar1 hem de
ortalama F1 skoru hesaplanmistir (Powers, 2011).

15,5, Kansikhik Matrisi (Confusion Matrix)

Lidar verileri ¢ok sinifli ve dengesiz veri kiimesine sahip olduklari igin karigiklik
matrisi, siniflandirma problemlerinde biiyilk 6nem tagimaktadir. Sadece toplam dogruluk
degeri yeterli bilgi saglamayabilir ve bu deger yiiksek olsa bile bazi siniflarda ciddi hatalar
olabilir. Bu nedenle, 6zellikle az 6rnege sahip siniflarin model tarafindan dogru bir sekilde
smiflandirilip  smiflandirilamadigini analiz ~ edebilmek i¢in  kanisiklik — matrisi
kullanilmaktadir. Ornegin ¢alismada kullanilan modelin kamyon sinifina ait noktalar:
siklikla araba olarak tahmin etmesi, karisiklik matrisiyle gozlemlenebilir ve bu durum,
smiflar arasindaki gorsel veya yapisal benzerliklerden dolay: olabilir.

Caligmada kullanilan modelin hangi siniflarda giiglii performans sergiledigi ve hangi
siiflarda hata oranlarmin yiiksek oldugu karigiklik matrisi ile sistematik olarak analiz
edilmistir. (Sokolova & Lapalme, 2009; Powers, 2011).

Bu metriklerin her biri sayesinde modelin sadece genel basarisin1 degil, ayr1 ayri

smiflar  {lizerindeki performansinin da  degerlendirilmesine olanak saglamustir.



2. YAPILAN CALISMALAR

Bu boliimde, Lidar nokta bulutu verilerinin siniflandirilmasi igin izlenen yontemsel
yaklasimlar detayli olarak sunulmaktadir. Bu ¢alismada ger¢ek Lidar verisi kullanilarak
farkli derin 6grenme yontemleri ile klasik makine 6grenmesi algoritmalarinin Lidar verisi

tizerinde sinif bazli performans degerlendirmesi yapilmistir.

2.1. Veri Kiimeleri ve Etiketleme Yapisi

Bu c¢alismada kullanilan veri kiimeSi nuScenes veri kiimesinin mini siirimiidiir.
NuScenes, ¢oklu Lidar sensorlerinden elde edilen ti¢ boyutlu nokta bulutlarini ve gesitli
yonlerden alinmis kamera goriintiilerini bir araya getiren bir veri kiimesidir. Calismada her
bir noktanin ait oldugu nesne sinifi Lidar verileriyle birlikte gelen Lidarseg etiket dosyalari
kullanilarak belirlenmistir (Caesar vd., 2020).

2.2. Veri Onisleme Adimlar:

Islenmemis Lidar verileri, uzayda ii¢ boyutlu X,y,z koordinatlar1 ve baz1 durumlarda
yogunluk bilgisi igeren noktalardan olusur. Bu veriler yiiksek hacimli, diizensiz ve seyrek
yapilidir oldugu igin makine 6grenmesi modellerine direkt uygulanmadan 6nce birkag

Onisleme adimlarindan gegirilmesi gerekmektedir (Hackel vd., 2017).
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Lidar Verisi Yuklenir ve etiketler elde edilir
(Lidarseg)

7 Hedef Sinifa Gore Filtreleme Yapilir
Sinif Denge Analizi ve Veri Normalizasyonu

Model Girdisine Hazir Hale Getirilir

Sekil 4. Lidar noktalarinin islenme siireci

Sekil 4’te Lidar noktalarmm islenme siireci sema grafigi ile gosterilmistir.
Calismada oncelik olarak veriler yiiklenmis, daha sonra sadece hedef siniflar filtrelenmis
ve bu siniflar icin dengeli veri saglanmistir. Son olarak uygun formatta girig verisi

olusturulmustur.

2.2.1. Etiketli Noktalarin Elde Edilmesi

Bu ¢alismada kullanilan nuScenes veri kiimesi her Lidar noktasina ait segmentasyon
etiketleri de igermektedir. Lidarseg adli 6zel dosyalarda bu etiketler tutulmakta olup her bir
Lidar taramasina karsilik gelen .bin dosyalar1 iginden yiiklenerek her noktanin ait oldugu
sinif bilgisi elde edilmistir (Caesar vd., 2020).

2.2.2.  Smif Filtreleme ve Hedef Secimi

NuScenes verisinde toplam 23 farkli smif bulunmaktadir ancak bu calismada
yalnizca hedeflenen yedi nesne sinifi analizlenmistir ve bu siniflarin disindaki tiim noktalar
analiz dis1 birakilmistir. Bu siniflar, motorlu kara tasitlar1 6rnegin otomobil, kamyon,
otobiis, motosiklet, yayalar ve belirli sabit ya da tasinabilir nesneler olarak belirlenmistir.
Bu smiflar segilirken sahne igerisinde yaygin goriilmeleri, veri miktarinin yeterliligi,

uygulama baglaminda anlamlilik kriterleri dikkate alinmistir.



e Sahne icerisinde yaygin goriilmeleri: Calismada 6zellikle otomobil, otobiis ve yaya
siniflar1 gibi sahnelerde siklikla yer alan nesneler tercih edilmistir. Bu siniflar veri

setinde yogun sekilde bulunmalari sayesinde modelin genelleme basarisini
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arttirmaktadir (Alaba & Ball, 2022).

e Veri miktarinin yeterliligi: Veri setindeki bazi simiflar 6rnegin bisiklet rafi veya
motosiklet ¢cok az sayida 6rnege sahip oldugundan dolay1 bu tiir siniflar modelin
asirt 0grenmesine veya Ogrenememesine neden olabilir. Kii¢iik smiflarin temsil
gliclinii arttirmak i¢in veri gogaltma yapilabilmektedir (Griffithd & Boehm, 2019).

e Uygulama baglaminda anlamlilik: Trafik ortamlarinda kritik 6neme sahip siniflarin

secimi, yapilan siiflandirmayr daha anlamli ve uygulamaya doniik hale

getirmektedir (Lisboa vd., 2025).

Bu filtreleme sonucunda, az sayida noktaya sahip olan smiflar ¢aligmaya dahil
edilmemistir. Bu sayede hem model karmasikligi azaltilmis hem de smiflar arasi ayirt

edilebilirlik arttirilmastir.

Tablo 2. Hedeflenen 7 sinif

Sinif ID Sinif Adi Ust Kategori
14 Araba Arag
17 Kamyon Arag
12 Otobiis Arag
16 Motosiklet Arag
1 Yaya Insan
6 Bariyer Hareketli Nesne
10 Bisiklet rafi Sabit Nesne
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Sekil 5. Sinif bagina nokta sayilarinin histogrami

Sekil 5’te sunulan histogram grafiginde 6nisleme adimlarindan sonra her sinifa ait
kalan Lidar noktalarmin dagilimi gorsel olarak sunulmaktadir. Veri kiimesinde yapilan

filtreleme islemi sonucunda korunan yedi hedef sinifa ait 6rnek sayilar1 asagidaki gibidir:

e Araba = 47,184 nokta

e Kamyon = 52,366 nokta
e Otobis = 1,435 nokta

e Motosiklet = 711 nokta
e Yaya = 8,448 nokta

e Bariyer = 3,631 nokta

e Bisiklet rafi = 591 nokta

Siniflara ait nokta sayilart incelendiginde bazi siniflar arasindaki nokta sayilarinda
gbzle goriiliir bir fark oldugu goriilmektedir. Ornegin kamyon ve araba siniflar1 toplam
nokta sayisinin biiyiik bir kismini1 olustururken, bisiklet rafi veya motosiklet gibi siniflarin
icerdigi nokta sayist daha distiktir. Bu durum smif dengesizligi problemini
olusturabileceginden, ¢alismanin egitim siirecinde alt ornekleme ve iist Ornekleme

tekniklerinin birlikte kullanilmigtir.
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2.2.3. Smf Denge Analizi ve Veri Normalizasyonu

Bu ¢alismada kullanilan Lidar nokta bulutu verileri, siniflandirma modellerine girdi
olarak kullanilmadan 6nce kapsamli bir &n isleme siirecinden gecirilmistir. Ik adimda,
veriler NumPy kiitiiphanesi yardimiyla uygun sayisal formata doniistiiriilmiis, ham veriler
np.array() fonksiyonu araciligiyla modele uygun bir yapi haline getirilmistir. Noktalarin
uzamsal dagilimlarindaki 6l¢ek farklarmmi azaltmak amaciyla, her bir X, y, z koordinat
bileseni normalize edilmistir. Normalizasyon islemi sirasinda veri kiimesinin ortalamasi ve
standart sapmast np.mean() ve np.std() fonksiyonlar1 kullanilarak hesaplanmistir ve tiim
degerler bu istatistiklere gore yeniden oOl¢eklendirilmistir. Bu sayede, modelin egitim
siirecinde belirli bir eksene asir1 duyarlilik gostermesi engellenmis ve 6grenme siireci
stabilize edilmistir.

Veri kiimesindeki sinif dagilimi incelendiginde, 6rnegin araba ve kamyon gibi
siiflarda gozle goriiliir sekilde daha fazla 6rnek bulundugu, buna karsin bariyer ve bisiklet
rafi gibi siniflarin 6rnek sayisinin oldukca diisiik oldugu tespit edilmistir. Bu dengesizligin
model performansini olumsuz etkilememesi i¢in stratified sampling yontemi kullanilmistir.
Bu yontemle, egitim, dogrulama ve test kiimeleri olusturulurken her sinifin oransal temsili
korunmustur. Boylece modelin 6zellikle az 6rnek igeren siniflarda da anlamli bir 6grenme
gerceklestirmesi hedeflenmistir.

Veri ayrimi islemi sonrasinda her kiimede etiketlerin dagilimi np.unique()
fonksiyonu ile kontrol edilmistir. Elde edilen istatistikler, sinif dengesi acisindan tiim alt
kiimelerin ana veri setine benzer oranlarda temsil edildigini gostermistir. Ayrica egitim ve
test kiimeleri birlestirilirken np.concatenate() fonksiyonu kullanilmis, tiim verilerin tek bir
dizi yapisinda tutarli bicimde islenmesi saglanmistir. Bu adimlar hem modelin genelleme
kabiliyetini artirmak hem de karsilastirmali algoritma analizlerinde adil bir degerlendirme
ortam1 olusturmak amaciyla uygulanmistir. Boylece, klasik makine 6grenmesi yontemleri
ile derin Ogrenme tabanli yaklagimlarin ayni kosullar altinda test edilmesi miimkiin

olmustur.

2.2.4. Veri Format1 ve Doniisiimii

Veri formatt makine o&grenmesi ve derin §grenme tabanli smiflandirma
algoritmalarinda modelin basaris1 lizerinde dogrudan etkili bir faktoérdiir. Bu ¢aligmada

kullanilan Lidar verisi, islenmemis haliyle ii¢c boyutlu nokta bulutlar1 bigimindedir ve her
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bir nokta genellikle X, y, z konum bilgisini tasimaktadir. Ancak bazi1 durumlarda veriye
yogunluk degeri de eslik etmektedir.

Bu kapsamda, ¢alismada iki farkli veri temsil formati olusturulmustur:

(N, 3) formati: Bu yapi yalnizca nokta bulutlarinin x, y ve z koordinatlarini
icermektedir. Nokta sayist NNN olan bir bulut i¢in her nokta sadece li¢ sayisal 6zellik ile
tanimlanir. Bu format, sade yapili model 6rnegi olan temel MLP mimarilerinde tercih
edilmektedir (Qi vd., 2017).

(N, 4) formati: Veriye yogunluk degerinin de dahil edilmesiyle her nokta dort
boyutlu bir hale gelmektedir. Bu format, 6zellikle fiziksel ortamdan elde edilen sinyal
giiciiniin ayirt edici Ozellik olarak kullanilabilir ve CNN temelli yapilarda faydali
olmaktadir (Zhou vd., 2018).

Verilerin bu sekilde donistiiriilmesi ile farkli algoritmalar arasinda adaletli bir
karsilastirma yapabilmektedir. Yogunluk bazi smiflarin arasinda ayrim yapilmasini
kolaylagtirabilirken, bazi durumlarda modele asir1 yiik bindirerek 6grenme siirecini
olumsuz etkileyebilecegi igin ¢alismada hem ti¢ boyutlu hem de dért boyutlu veri temsilleri
hazirlanmis ve bdylece model mimarisine uygun bi¢imde esnek kullanim saglanmistir.
Veriler, numpy dizileri olarak saklanmis ve standartlastirilmig girdi formatlar1 haline
getirilmistir. Bu islem, veri yiikleme, temizleme ve filtreleme asamalarinin ardindan
uygulanmis, gerekli format doniisiimleri gerceklestirilerek model girisine dogrudan uygun

hale getirilmistir (Geiger vd., 2013; Wu vd., 2019).
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Tablo 3. Veri Formatlari

Ozellik (N, 3) Formati (N, 4) Formati
Boyut N x 3 N x4
Icerik X, Y, 2 X, V, z, yogunluk

Kullanim Alanm

Temel koordinat tabanli
modeller

CNN gibi ek ozellik isteyen
modeller

Bellek Gereksinimi

Daha diisiik

Bir miktar daha ytiksek

Hesaplama Maliyeti

Goreceli olarak daha az

Ozellik sayis1 arttig1 igin
biraz daha fazla

- .. - Genellikle detayli
Model Duyarliligina Etkisi Diisiik/Orta sahnelerde pozitif etki
Uygun O'I.dugg Model MLP gibi simiflayicilar C}\IN, bazi derin aglar,
Tiirleri yogunluk duyarli yapilar

Nokta bulutu bi¢iminde gelen veriler Lidar verilerinin siniflandirma modellerine
uygun hale getirilebilmesi igin, yeniden yapilandirilarak iki temel veri formatinda
kullanilmistir. Sade (N, 3) bi¢imi yalnizca uzamsal koordinat bilgilerini igerirken
genisletilmis (N, 4) formati ise nokta basina yogunluk bilgisini de barindirir. Bu
doniistimiin amaci, farkli model tiirlerinin veri ihtiyaglarina uyum saglamak ve zengin
ozelliklerin siniflandirma basarisina etkisini incelemek olmustur (Fan vd., 2022). Ornegin
bazi derin 6grenme mimarileri yalnizca konumsal verilerle etkili calisabilirken, bazi
algoritmalar yogunluk degerlerinden de fayda saglayabilir. Her iki formatin temel farklar
ve kullanim amagclar1 Tablo 3’te 6zetlenmistir.

Bu karsilastirmali yap1 sayesinde, kullanilan modellerin hangi veri tipinde daha
basarili sonuglar verdigi goézlemlenebilmis, ayrica yogunluk bilgisinin smiflandirma

performansina katkis1 da deneysel olarak degerlendirilmistir.
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2.3. Makine Ogrenmesi Yaklasimlar

Bilgisayarlarin programlanmadan direkt veriden 6grenmesini saglayan yapay zeka
alanlarindan biri de makine 6grenmesidir. Makine Ogrenmesinde temel amag, ge¢mis
verilerin ¢iktilarini kullanarak yeni gelen veriler i¢in dogru tahminler yapabilmektir. Klasik
makine Ogrenmesi yontemleri genellikle istatistiksel analiz, karar agaglari, mesafe
Olctimleri veya olasilik temelli modeller lizerine kuruludur. (Bishop, 2006).

Bu calismada makine 6grenmesi yontemlerinin tercih edilme sebeplerinden biri,
Lidar nokta bulutlarmin belirli 6zellikler tizerinden hizli bir sekilde siniflandirilabilmesi
olmustur. Derin 6grenme yontemlerine kiyasla daha az islem giicli gerektirmeleri, model
kurulumunun daha basit olmasi ve egitim siirelerinin genellikle daha kisa olmasi
avantajlar1 arasinda yer almaktadir (Geron, 2019).

Bu caligmada makine 0grenmesi kapsaminda Random Forest, ML-MLP ve K-En
Yakin Komsu (KNN) algoritmalar1 uygulanmistir. Random Forest, birden fazla karar
agacinin sonuglarmi birlestirerek daha kararli ve dogru tahminler iireten O6grenme
yontemidir (Breiman, 2001). KNN yontemi ise veri noktalari arasindaki mesafeyi
hesaplayarak en yakin komsularin siniflarina goére tahmin yapmaktadir (Zhang, 2016).
MLP ise, katmanli yapis1 sayesinde dogrusal olmayan iligkileri modelleyebilen yapay sinir
ag1 tabanli bir yaklagim olup, bu ¢alismada hem makine 6grenmesi kategorisi altinda hem
de derin 6grenmede degerlendirilmistir (Raschka ve Mirjalili, 2020).

Bu algoritmalarin uygulanmasi sirasinda, Lidar verisinin yiiksek hacmi dikkate

alinmis ve tim 7 siif i¢in tam veri seti tizerinde ¢alisilmistir.

2.3.1. Random Forest (Rastgele Orman) Algoritmasi

Bu caligmada kullanilan yontemlerden biri, bir makine 6grenmesi algoritmasi olan
Random Forest yontemidir. Random Forest siniflandirma algoritmasi ¢ok sayida karar
agacmin bir araya gelmesiyle olusan topluluk temelli algoritmadir. Her karar agaci, veri
tizerinde bagimsiz sekilde 6grenim gergeklestirirken, son sinif tahmini tiim agaglarin oy
birligi ile belirlenmektedir (Breiman, 2001). Bu algoritma ozellikle yiiksek boyutlu ve
diizensiz veri kiimelerinde genellikle basarili sonuglar vermesiyle bilinmektedir. Nokta
bulutu gibi siif smirlarinin net olmadig1 ve giiriiltiilii veri tiplerinde, RF algoritmasinin

esnekligi avantaj saglamistir. Modelin girdisi, her bir noktanin x, y, z koordinatlar ile
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yogunluk bilgisini iceren (N, 4) boyutunda bir veri kiimesidir. Burada N, toplam
etiketlenmis nokta sayisini ifade etmektedir.

Random Forest modeli sklearn kiitiiphanesi kullanilarak uygulanmistir. Model 100
adet karar agacindan olugmakta ve her bir agacin derinligi en fazla 25 olacak sekilde
siirlandirilmigtir. Bu parametre sec¢imi, agir1 6grenmeyi engellemek ve daha hizli egitim
saglamak amaciyla tercih edilmistir.

Tim veri seti, sklearn train_test split fonksiyonu kullanilarak %80 egitim ve %20
test olmak iizere ayrilmistir. Stratified sampling yontemi kullanilarak siniflar aras1 denge
korunmustur.

Model, egitim verisi ilizerinde fit() fonksiyonu ile egitilmis ve tahminler predict()
fonksiyonu ile gergeklestirilmistir. Degerlendirme siirecinde dogruluk skoru ile genel
dogruluk, siniflandirma raporu ile simif bazli kesinlik, duyarlilik ve F1 skorlart
hesaplanmustir.

Model, test veri kiimesi tlizerinde yaklasik %97 dogruluk elde etmis ve 7 siif igin
yiiksek seviyede dengeli basar1 gdstermistir. Bu sonuglar hem genel dogrulugu hem de
siiflar aras1 dagilimi dikkate alan siniflandirma raporu ¢iktisiyla detaylandirilmastir.

Random Forest algoritmasi, geometrik Ozellikleri temel alan bir siniflandirma
probleminde oldukca basarili performans sergilemistir. Ozellikle sinif sayisinin ¢coklugu ve
veri kiimesinin diizensizligi ve géz Oniine alindiginda, modelin hizli egitilmesi ve yliksek
dogrulukla siniflar1 ayirt edebilmesi 6nemli bir avantaj olarak one ¢ikmaktadir (Louppe,
2014).

Ancak karar agaglar1 yiliksek boyutlu verilerde bellegi daha fazla kullandigi ve
yeterince hizli tahminler iiretemedigi i¢in ¢alismanin ilerleyen kisimlarinda daha yiiksek
soyutlama yetenegine sahip olan yapay sinir ag1 temelli yontemlerle karsilastirmali analiz

yapilmugtir.

2.3.2. Multi-Layer Perceptron (Cok Katmanh Algilayict) (ML-MLP)

Bu calismada nokta bulutu verilerinin siiflandirilmasi i¢in kullanilan yontemlerden
biri de MLP olmustur. MLP, giris verilerini tam baglantili birgok katmandan gegirerek
dogrusal olmayan iliskileri modelleme yetenegine sahip bir yontemdir. MLP’nin tercih

edilmesindeki temel neden, yapisinin sade ve uygulanabilir olmasidir. Nokta bulutundan
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elde edilen koordinat bilgileri x, y, z degerleri modele dogrudan giris olarak verilerek
sadece temel geometrik 0zelliklerin siniflandirmadaki katkisi 6l¢lilmiistiir.

Veri hazirliginda, tiim noktalar %80 egitim — %20 test oraninda stratified sampling
yontemi kullanilarak ayrilmistir. Bu yontem sayesinde her sinifin oransal dagilimi hem
egitim hem de test alt kiimelerinde korunarak dengesiz sinif dagilimlarmdan
kaynaklanabilecek yanligliklarin Oniine gecilmistir. Deneylerin tekrarlanabilirligi igin
rassal say1 iireteci sabitlenmistir.

Nokta bulutu verisinde motosiklet, bisiklet rafi gibi bazi siniflarin digerlerine gore az
sayida Ornege sahip olmasit simif dengesizli§i sorununu ortaya cikarmistir. Sklearn
kiitliphanesindeki MLP uygulamas1 dogrudan sinif agirliklandirmayr desteklemedigi icin
egitim setinde asir1 6rnekleme uygulanmistir. Bu yontemle 6rnegi az siniflar ¢ogaltilarak
egitim sirasinda her sinifin esit oranda temsil edilmesi saglanmistir. Test verisinde ise
orijinal hali korunarak bagimsiz degerlendirme saglanmistir. Asir1 6rnekleme az 6rnekli
smiflarin duyarhiligini artirsa da yanlis pozitiflerin ¢ogalmasina yol agabileceginden
kesinlik iizerinde olumsuz etkilere neden olabilmektedir (Chawla vd., 2002).

MLP yontemi iki gizli katmandan olusacak sekilde tasarlanmistir. {1k katmanda 128,
ikinci katmanda 64 noron yer almakta olup her iki katmanda da ReLU (Rectified Linear
Unit) aktivasyon fonksiyonu kullanilmistir. Cikis katmaninda ise yedi noéron bulunmakta
ve bunlar sirasiyla araba, yaya, otobiis, kamyon, motosiklet, bariyer ve bisiklet rafi
smiflarini temsil etmektedir. Cok smifli yapinin geregi olarak, cikista softmax aktivasyon
fonksiyonu kullanilmstir.

Egitim silirecinde optimizasyon algoritmast olarak Adam tercih edilmistir. Kayip
fonksiyonu olarak ¢ok simifli siiflandirma problemlerinde standart yontem olan Cross-
Entropy Loss kullanilmigtir. Ayrica asir1 uyum riskini azaltmak amaciyla erken durdurma
stratejisi uygulanmistir. Bu kapsamda, egitim setinin %10’u dogrulama icin ayrilmis ve
dogrulama kaybinda iyilesme goriilmeyen 10 ardisik iterasyon sonrasinda egitim
durdurularak en 1y1 agirliklar korunmustur.

Deneysel tasarimda, MLP modeli farkli iterasyon sayilar1 (100, 200) ile egitilerek
egitim siiresinin model performansina etkisi incelenmistir. Bu sayede daha uzun
egitimlerin dogruluk, kesinlik, duyarlilik ve F1 skorlar1 tizerindeki etkileri gézlemlenmistir
ve az Ornekli siniflardaki performans farkliliklar1 analiz edilmistir.

Caligmanin bu kisminda kullanilan makine 6grenmesi tabanli MLP modeli yalnizca

nokta bulutunun temel koordinat bilgilerini kullanarak hizli ve diisiik maliyetli bir
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simiflandirma yapmamiza olanak saglamistir. Ancak, elde edilen sonuglar incelendiginde
modelin bazi smiflarda yiiksek basariya ulasilirken, 6zellikle 6rnek sayisi diisiik olan
siniflarda performans kayiplar1 yasandigi goriilmiistiir. Bu durum MLP mimarisinin nokta
bulutundaki karmasik ve c¢ok boyutlu iliskileri 6grenmede yetersiz kaldigini ortaya
koymaktadir.

Bu noktada calismanin kapsamini genisletmek amaciyla derin 6grenme tabanli MLP
(DL-MLP) modeline geg¢ilmistir. DL-MLP, klasik MLP’nin yapisinin daha derin ve
gelismis bir versiyonu olarak diisiiniilebilir. Cok katmanli tam baglantil1 yapisina ek olarak
dropout ve layer normalization gibi diizenleme tekniklerinin kullanilmasi ile modelin asir1
uyum riskini azaltilmis ve genelleme kapasitesi arttirilmistir.

Boylelikle, c¢alismada MLP iki farkli diizeyde incelenmistir ilki klasik makine
O0grenmesi baglaminda, ikincisi ise derin 6grenme yontemleri arasinda degerlendirilmistir.
DL-MLP ile daha giiglii bir modelleme yaklasimi gelistirilerek siniflar arasindaki

dengesizlik ve karmasik geometrik iligkilerin daha iyi yakalanmasi hedeflenmistir.

2.3.3. K-En Yakin Komsu (K-Nearest Neighbors, KNN) Yoéntemi

Bu caligmada kullanilan makine 6grenmesi yontemlerinden biri de K-En Yakin
Komsu (KNN) algoritmasidir. KNN siiflandirma islemini gergeklestirirken veriye dayali
bir yaklagim benimseyen ve egitim asamasinda ag¢ik bir model olusturmayan, bunun yerine
tim egitim verisini bellekte saklayarak yeni bir 0rnegin sinifin1 belirlerken en yakin
komgsularina bakarak karar veren bir algoritmadir. Bu yontem, 6zellikle veri noktalarinin
uzayda yakinlik iliskilerinin anlamli oldugu durumlarda etkili sonuglar vermektedir
(Murphy, 2022).

Girdi Verisi: Modelin girdisi, her bir Lidar noktasinin x, y, z koordinatlarini igeren
(N, 3) boyutlu veri kiimesidir. Burada N, tiim etiketlenmis nokta sayisini ifade etmektedir.

Model Parametreleri:  sklearn kiitiiphanesinin  KNeighborsClassifier — sinifi
kullanilmistir. Komsu sayist k=3 olarak belirlenmistir. Bu deger, farkli denemeler
sonucunda dogruluk ve islem siiresi arasinda en iyi dengeyi saglayan parametre olmustur.
Mesafe dl¢iimii olarak Oklid mesafesi kullanilmustr.

Veri Ayirnmi: Tiim veri seti, sklearn train_test split fonksiyonu ile %80 egitim ve
%20 test olarak ayrilmis, stratified sampling yontemi ile simif dengesinin korunmasina

dikkat edilmistir.
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Egitim ve Tahmin: KNN algoritmas1 dogrudan tim egitim verisini sakladigindan fit
asamast hizli gerceklesmistir ancak test asamasinda her yeni veri noktasi i¢cin mesafe
hesaplanmas1 gerektigi i¢in tahmin siiresi daha uzun olmustur. Tahminler predict()
fonksiyonu ile gergeklestirilmistir.

KNN modeli, 7 smifl1 tiim nokta bulutu verisi lizerinde yaklasik %96 dogruluk orani
elde etmistir. Sinif bazinda, ara¢ ve yaya gibi biiyiikk veri yogunluguna sahip siniflarda
yiiksek basar1 saglanirken, ornek sayisi az olan motosiklet sinifinda digerlerine nazaran
daha diisiik basar1 elde edilmistir. Bu durum, KNN’nin nadir siniflarda komsuluk bazli
ogrenme kisitlari ile iligkilidir.

KNN algoritmasi veri dagilimi hakkinda herhangi bir varsayima ihtiya¢ duymadan
calismistir. Ancak 6zellikle nokta sayisinin yiiksek oldugu bu calismada egitim verisinin
tamaminin bellekte tutulmasi ve her tahminde mesafe hesaplamalarinin yapilmasi zaman

kaybina yol agmistir (Peterson, 2009).

2.4. Derin Ogrenme Yaklasimlar

Derin 6grenme ¢ok katmanli yapay sinir aglar1 kullanarak verinin karmasik yapisini
cok katmanli yapay sinir aglar1 kullanarak otomatik olarak 6grenebilen bir yaklasimdir.
Ozellik ¢ikarimi siirecini insan miidahalesi olmadan kendisinin yapabilmesi klasik makine
ogrenmesi yontemlerinden en temel farkidir. Ozellikle biiyiik veri setleri, yiiksek boyutlu
verilerin kullanildigi durumlarda derin 6grenme yontemleri siklikla kullanilir (Goodfellow
vd., 2016).

Bu c¢alismada derin Ogrenme kapsaminda MLP, CNN ve PointNet-Mini
kullanilmistir. MLP, baglantili katmanlardan olusan bir yapay sinir ag tiirtidiir. Bu model,
giris verilerini katmanlar aracilifiyla isler ve c¢ikti katmaninda siniflandirma yapar.
Ozellikle sayisal verilerin dogrudan islenmesinde etkili olup, bu calismada Lidar
noktalarinin  koordinat bilgileri {izerinden siniflandirma amaciyla kullanilmistir
(GoodFellow vd., 2016).

CNN ise genellikle gorsel verilerde tercih edilen bir yontem olmasina ragmen, 3B
nokta bulutlarinda da uzamsal iliskilerin 6grenilmesinde basarilidir. Model, evrisim
katmanlar1 sayesinde verideki lokal desenleri yakalayabilir. Ancak bu ¢alismada CNN’in

uygulanmasi sirasinda, tiim veri seti iizerinde egitim yapildiginda yiiksek RAM kullanimi
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ve uzun egitim siireleri gibi zorluklarla karsilagilmistir. Bu nedenle bazi denemelerde nokta
sayis1 10.000 ile smirlandirilmistir (Qi vd., 2017).

Derin 6grenme yontemlerinin en biiyiik avantaji, karmasik verilerde yiiksek dogruluk
oranlar1 sunabilmesidir. Ancak dejavantaji daha fazla islem giicli, daha uzun egitim siiresi
ve donanim gereksinimi ortaya ¢ikar. Bu ¢alismada MLP, 6zellikle veri boyutunun tamami
ile calisirken yiiksek dogruluk saglamistir CNN ise smnirli veri iizerinde daha diisiik
dogruluk verse de mekansal iligskileri modelleme potansiyeli nedeniyle yontemler arasinda

yer almistir (LeCun vd., 2015).

2.4.1. Derin Ogrenme MLP (DL-MLP) Yéntemi

Bu calismada nokta tabanli siniflandirma problemini ¢6zmek amaciyla, makine
O0grenmesi kapsaminda uygulanan MLP yaklasimina ek olarak derin 6grenme tabanl
Multi-Layer Perceptron (DL-MLP) modeli de tasarlanmistir. DL-MLP, tam baglantili
katmanlardan olusan bir sinir agidir ancak klasik MLP’ye kiyasla daha derin katman
yapist, GPU hizlandirmali egitim imkam1 ve biiylikk veri kiimelerini daha verimli
isleyebilmesi nedeniyle tercih edilmistir (Goodfellow et al., 2016).

Modelin se¢ilmesindeki temel gerekgelerden biri, 6nceki MLP uygulamasinda
goriilen CPU tabanli egitim siiresinin ¢ok uzun olmasidir. Scikit-learn tabanli modelde
GPU desteginin olmamasi, egitim siiresini saatler mertebesine ¢ikarmistir. Bu nedenle
PyTorch tabanli DL-MLP modeli tercih edilmistir. Boylelikle model hem GPU
hizlandirmal1 egitime olanak tanimis hem de derin mimari tasarimi sayesinde daha yiiksek
dogruluk degerlerine ulagmstir.

DL-MLP mimarisi, giris katmaninda her bir noktanin X, Y, Z koordinatlarin1 alacak
sekilde tasarlanmustir. ilk gizli katmanda 256, ikinci gizli katmanda 128, iigiincii gizli
katmanda ise 64 noron bulunmaktadir. Tiim gizli katmanlarda dogrusal olmayan iligkileri
modelleyebilmek i¢in ReLU aktivasyon fonksiyonu kullanilmistir. Cikis katmaninda yedi
noron yer almakta ve bunlar sirasiyla araba, yaya, otobiis, kamyon, motosiklet, bariyer ve
bisiklet rafi siniflarini temsil etmektedir. Modelin ¢iktisi, her bir noktanin ilgili sinifa ait
olma olasiligin1 gosteren bir olasilik vektortidiir.

Egitim siirecinde Adam optimizasyon algoritmasi kullanilmistir (Kingma & Ba,
2014). Kayip fonksiyonu olarak Cross-Entropy Loss tercih edilmis, boylece ¢ok smifli

simiflandirma problemleri i¢in uygun bir yapi elde edilmistir. Veri seti, %80 egitim ve %20
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test olacak sekilde boliinmiis ve sinif dengesinin korunabilmesi icin stratified sampling
uygulanmigtir.

Modelin uygulamas1 Google Colab ortaminda, GPU hizlandirmasi1 kullanilarak
gergeklestirilmistir. CPU ile yapilan klasik MLP egitimine kiyasla, GPU destegi sayesinde
egitim siiresi ciddi 6l¢iide kisalmustir. Ornegin, ayn1 veri setinde klasik MLP yaklagik 70-
80 dakika egitim siiresi gerektirirken, DL-MLP modeli GPU ile ortalama 8-10 dakikada
egitilebilmistir. Bu  durum, Colab ortaminda derin Ogrenme yontemlerinin

uygulanabilirligini gostermektedir.

2.4.2. Convolutional Neural Network (CNN)

Bu ¢alismada Lidar nokta bulutlarinin siniflandirilmasinda kullanilan yontemlerden
biri de Evrigimli Sinir Aglar1 olmustur. CNN’ler, 6zellikle goriintii isleme alaninda yaygin
kullanilan ve giiclii 6zellik ¢ikarma kabiliyetleriyle 6ne ¢ikan derin 6grenme modelleridir.
Ancak nokta bulutlar1 diizenli piksel matrisleri veya hacimsel gridlerden farkli olarak
diizensiz ve seyrek bir yapiya sahiptir. Bu nedenle klasik 2B ya da 3B CNN’lerin dogrudan
uygulanmasi ¢ogu zaman miimkiin degildir.

Bu calismada daha yalin ve verimli bir ¢oziim tercih edilmistir. Nokta bulutundaki
her bir noktanin yalnizca {i¢ boyutlu X, Yy, X koordinat bilgileri modele giris olarak verilmis
ve dogrudan 1B CNN yapist kullanilmistir. Bu yaklasim, karmasik 6n isleme adimlarini
ortadan kaldirirken modelin noktalar arasindaki temel geometrik iliskileri 6grenmesine
olanak tanimigtir (Guo vd., 2020).

Kullanilan veri kiimesi, nuScenes Lidarseg-mini alt setinden alinmigtir. Her bir nokta
ti¢ koordinat bilgisiyle temsil edilmistir. Veriler egitim (%64), dogrulama (%16) ve test
(9%20) olacak sekilde stratified sampling yontemiyle ayrilmig, boylece siniflarin oransal
dagilimi tiim alt kiimelerde korunmustur. Ayrica siniflar arasindaki ciddi dengesizlik
nedeniyle modelin 6grenme siirecini dengelemek amaciyla sinif agirliklart hesaplanarak
egitim sirasinda kullanilmistir.

CNN’in giris boyutlari, her noktanin ii¢ koordinatini isleyebilmesi i¢in (N, 3, 1)
olacak sekilde diizenlenmistir. Burada N, toplam nokta sayisini, 3, koordinat 6zelliklerini
ve 1 ise kanal sayisimi ifade etmektedir. Bu yap1 sayesinde her nokta, CNN filtreleri
tarafindan dogrudan islenebilir hale getirilmistir (Yin vd., 2021).
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Layer (type)

Sekil 6. CNN mimarisi

Model iki konvoliisyon katmanindan olusmaktadir. ilk katmanda 64 filtre, ikinci
katmanda ise 128 filtre kullanilmistir. Her iki katmanda da ReLU aktivasyonu uygulanmus,
ardindan Batch Normalization ile 6grenme siireci stabilize edilmistir. Ikinci konvoliisyon
katmanindan sonra Global Max Pooling islemi yapilarak tiim noktalarin 6zellikleri tek bir
Oznitelik vektoriinde 6zetlenmistir. Bu Oznitelik daha sonra tam baglantili bir katmana
aktarilmis ve softmax aktivasyon fonksiyonu araciligiyla yedi sinifa ayrilmistir. Bu siniflar
sirasiyla araba, yaya, otobiis, kamyon, motosiklet, bariyer ve bisiklet rafi’tir. Modelin
egitimi sirasinda kayip fonksiyonu olarak categorical cross-entropy kullanilmstir.
Optimizasyon algoritmas1 olarak Adam tercih edilmis ve Ogrenme siireci 40 epoch
boyunca siirdiiriilmiistiir. Egitim ve dogrulama dogruluklariin birbirine yakin seyretmesi,
modelin asir1 6grenme yapmadan genelleme yetenegi kazandigini gdstermektedir. CNN

modeli, 6zellikle fazla 6rnege sahip araba ve kamyon gibi siniflarda gorece yiiksek
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performans gostermistir. Ancak az Ornege sahip bariyer ve bisiklet rafi gibi siniflarda
performansin daha diislik kaldig1 gézlenmistir. Bu durum, sinif dengesizliginin dogrudan
bir sonucu olarak degerlendirilebilir. Genel dogruluk orani yaklasik %83 civarinda

gerceklesmistir (loffe & Szegedy, 2015; Johnson & Khoshgoftaar, 2019).

2.4.3. Pointnet-Mini

Calismada nokta bulutu siniflandirmasinda kullanilan yontemlerden biri de PointNet
mimarisidir. MLP ya da CNN gibi geleneksel yaklasimlarda nokta bulutu genellikle voksel
1zgaralara dontstiiriilmekte veya 2B goriintiilere indirgenmektedir. PointNet mimarisi,
dogrudan islenmemis 3B noktalar iizerinde ¢alisan ilk derin 6grenme tabanli modellerden
biridir (Qi vd., 2017).

Bu calismada PointNet’in mini versiyonu tercih edilmistir. Google Colab iizerinde
sinirli GPU/TPU kaynaklarinin donanim kisitlar1 ve veri setinin biiylikliigiinden dolay:
mini versiyon kullanilmistir. PointNet modelinin tam 0&lgekli versiyonu milyonlarca
parametreye sahip olup daha fazla hesaplama giicli gerektirirken, PointNet mini versiyonu
daha az katman ve parametreyle benzer prensipleri koruyarak ¢aligmay1 miimkiin kilmistir.

PointNet, bir nokta bulutundaki her noktayr bagimsiz olarak isleyen ¢ok katmanli
algilayici katmanlari ile baglar. Bu asamada her nokta i¢in 6zellikler ¢ikarilir. Daha sonra,
maksimum havuzlama katmani kullanilarak biitiin noktalarin 6zellikleri birlestirilir ve
nokta bulutunun kiiresel temsili elde edilir.

Bu ¢alismada PointNet mini modeli diger yontemler gibi nuScenes Lidarseg-mini
veri seti iizerinde kullanilmistir. Oncelikle nokta bulutu verisi normalize edilmis ve her
ornek, sabit sayida nokta secilerek modele giris olarak verilmistir. Modelin giris boyutu her
bir nokta i¢in X, Yy, Z koordinatlarindan olusmaktadir. PointNet Mini’nin katman yapisi

Sekil 7°de verilmistir.
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Sekil 7. Pointnet-Mini katman yapisi

Mini modelinin katman yapist incelendiginde, giris katmaninda her noktanin fi¢
boyutlu koordinatlar1 modele dogrudan verilmistir. Ozellik ¢ikarimi asamasinda sirasiyla
64, 128 ve 256 filtreye sahip ii¢ adet ConvlD katmani kullanilmigtir. Bu katmanlarin her
birinden sonra, modelin daha kararli 6grenmesini saglamak icin batch normalization
uygulanmig, dogrusal olmayan iligkileri yakalayabilmek amaciyla ReLU aktivasyon
fonksiyonu tercih edilmistir.

Nokta bazli Oznitelikler c¢ikarildiktan sonra, global havuzlama islemi ile bu
Oznitelikler bir araya getirilmis ve nokta bulutunun kiiresel temsili elde edilmistir. Bu
kiiresel temsil, siniflandirma agamasinda kullanilan tam baglantili katmanlara aktarilmistir.
Ik olarak 256 noronlu bir tam baglantili katman eklenmis, bu katmanda ReLU
aktivasyonu, batch normalization ve diizenlilestirme amaciyla dropout uygulanmistir. Bunu

takiben 128 noronlu bir bagka tam baglantili katman yine ayni1 yapi ile tasarlanmistir. Cikis
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katmaninda ise 7 ndron yer almakta olup, her biri araba, yaya, otobiis, kamyon, motosiklet,
bariyer ve bisiklet rafi siniflarimi temsil etmektedir. Modelin genelinde asir1 6grenme
riskini azaltmak amaciyla tam baglantili katmanlarda dropout diizenlilestirme yontemi
kullanilmistir. Bdylece modelin hem siniflandirma basarisinin hem de genelleme
kabiliyetinin artirilmasi hedeflenmistir. PointNet mini modelinin tercih edilmesinin birkag

onemli nedeni vardir:

e Dogrudan nokta tabanli yaklasim: Veri kayb1 olmaksizin, 3B nokta bulutunu ham
haliyle isleyebilmesi.

e Hiz ve verimlilik: Voksel tabanli CNN yontemleri daha yiiksek hesaplama
maliyetine sahipken, PointNet daha az islem ytikiiyle daha hizli sonug¢ vermektedir.

e Kaynak kisitlari: Colab ortamindaki hesaplama sinirlart gz Oniine alindiginda

PointNet mini, uygulanabilir ve pratik bir ¢6ziim olmustur.

Google Colab iizerinde gerceklestirilen deneylerde, PointNet mimarisi su sekilde
uygulanmistir: Her nokta i¢cin MLP katmanlari kullanilarak nokta bazli Oznitelikler
cikarilmistir. Nokta bazli Ozniteliklerden global Oznitelik vektorii elde etmek iizere
maksimum havuzlama islemi uygulanmistir. Tam baglantili katmanlar araciligiyla
siniflandirma yapilmistir. Kayip fonksiyonu olarak Categorical Cross-Entropy secilmistir.
Optimizasyon i¢in Adam algoritmasi tercih edilmistir. PointNet mini modelimizde egitim
stirecinde kayip degerlerinin diizenli olarak azaldigi, dogruluk oranlarinin ise yaklagik %85
seviyelerine ulastigi gozlemlenmistir. Bu deger, MLP tabanli yontemlere kiyasla daha
yiiksek bir genel dogruluk saglamis ve Ozellikle ara¢ ve yaya ayrimi gibi geometrik
karmasiklig1 yiiksek olan smiflarda daha iyi performans gostermistir. Ancak tam Slgekli
PointNet’in kullanilamamasi nedeniyle modelin baz1 kiigiik smiflarinda ayirt etme

basarisinin sinirl kaldigi da tespit edilmistir (Qui vd., 2017).

2.5. Deney Ortam

Bu caligmadaki tiim kodlar ve deneyler, Google’in sundugu iicretsiz bir platform
olan Google Colab iizerinde gerceklestirilmistir. Colab, bulut tabanli bir ¢aligma ortami
oldugu i¢in bilgisayarda gii¢lii bir donanima ihtiya¢ duyulmadan Python kodlari yazilip

calistirilmasina olanak tanimaistir.
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Calismada Colab ortaminin tercih edilmesinin en biiyiik nedenlerinden biri, Colab’in
GPU destegi sunmasidir. Bu ¢aligmada kullanilan veriler Lidar sensorlerinden geldigi i¢in
yiiksek boyutluydu ve islenmeleri ciddi hesaplama giicii gerektiriyordu. Colab sayesinde,
zaman zaman NVIDIA Tesla T4 tipi bir GPU ve yaklasik 12 GB RAM ile galigmak
miimkiin olmustur. Bu da hem model egitimini hizlandirmig hem de kullanilan bilgisayarda
olusabilecek yetersizlikleri ortadan kaldirmistir.

Calisma sirasinda Oncelikle veriler Google Drive’a yiiklenerek Colab’a baglandi.
Boylece biiyiik dosyalar rahatlikla okunabildi ve egitim siiregleri sekteye ugramadan
ilerlemistir. Ayrica Colab, Jupyter Notebook benzeri bir arayiize sahip oldugu i¢in kodlar1
hiicre hiicre yazmak, galistirmak ve yorumlamak oldukga pratikti. Ancak Colab’in bazi
stirlamalar1 da vardi. Ornegin, oturumlar genellikle 12 saat icinde otomatik olarak
kapaniyordu. Bu nedenle uzun siiren model egitimlerinde bazen yeniden baslatmak
gerekebiliyordu. Ayrica bazi biiylik veri islemlerinde bellegin sinirina ulagmak da miimkiin
oluyordu. Bu gibi durumlarla karsilagildiginda veri pargalara boliinerek islenmeye ¢alisildi
veya egitim dongiileri kisaltildi.

Sonug olarak, Google Colab bu tez caligmasi i¢cin hem erisilebilir hem de giiclii bir
ortam sunmustur. GPU destekli modelleri egitmek, biiyiik verileri islemek ve deneyleri

yonetmek agisindan oldukga yeterli bir platform oldugu gortldii.

2.6. Kullamlan Kiitiiphane, Fonksiyon ve Modiiller

Bu ¢alismada Lidar verilerini islemek, gorsellestirmek ve siniflandirmak igin farkli
Python kiitiiphanelerinden yararlamilmistir. Bu kiitiiphanelerden bazilari ¢ok temel gibi
goriinse de, bir tanesinin eksik oldugu durumda kodlar hata vermistir. Her bir kiitiiphane,
fonksiyon ve modiil farkli bir gorevi yerine getirmektedir. Bu bdoliimde caligmada
kullanilan hem 6nemli hem kiigiik yardimci kiitiiphaneler ve fonksiyonlar ayrimsiz olarak

anlatilmistir ve galigmadan alinan kisa kod 6rnekleriyle birlikte agiklanmustir.

2.6.1. Numpy Kiitiiphanesi

Calisma kapsaminda sayisal verilerin diizenlenmesi, etiketlerin kontrol edilmesi ve
verilerin uygun yapiya getirilmesi gibi islemler i¢in NumPy kiitiiphanesi kullanilmistir.Bu
kiitiiphane ile noktalar normalize edilirken, ortalama ve standart sapma gibi islemler bu

kiitiphane ile yapilmistir (Harris vd., 2020).



31

e Kullanilan fonksiyonlar:

np.array() — Ham verileri, modelde kullanilabilir hale getirmek igin Python listeleri
NumPy dizilerine doniistiirilmiistiir

np.mean() —Genel basarty1 6zetlemek amaciyla ortalama deger bu fonksiyonla
hesaplanmustir.

np.unique() — Etiketlerin hangi smiflara ait oldugunu belirlemek, ka¢ farkli sinif
oldugunu anlamak ve sinif dagilimini kontrol etmek i¢in kullanilmigtir.

np.concatenate() — Egitim verisinin ve test verisinin ayni yapiya getirilmesi sirasinda

kullanilmustir.

Sekil 8. Numpy kiitiiphanesi 6rnek kod ¢iktisi

2.6.2. Google.colab Modiilii

Google Drive’a yiiklenen veri setlerine Colab tizerinden erismek igin google.colab

modiilii kullanilmistir. Bu modiil bir Python kiitliiphanesi degildir.

from google.colab import drive

Sekil 9. Google.colab modiilii 6rnek kod ¢iktisi
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2.6.3. Matplotlib Kiitiiphanesi

Bazi durumlarda hizlica bir histogram veya sinif dagilim grafigi ¢izmek istenilen
durumlarda matplotlib kiitiiphanesi ile iki boyutlu grafikler olusturulmustur. Ozellikle
egitim dogruluklarini ¢izmekte kullanilmistir (Hunter, 2007).

e Kullanilan Fonksiyonlar

plt.plot()- Egitim ve dogrulama sirasinda olusan dogruluk/kayip degerlerini ¢izgi
grafigi seklinde gostermek i¢in kullanildi.

plt.xlabel(), plt.ylabel()- X ekseni genellikle "Epoch" (egitim turu) olarak adlandirildi
ve Y ckseni ise dogruluk ya da kayip degerini gosterdi.

plt.legend(), plt.title()- Grafikte hangi egrinin neyi temsil ettigini agiklamak igin
legend kullanildi. Ayrica her grafik i¢in uygun bir baslik verildi.

plt.show() - Grafigi ekrana bastirmak ve ¢iktiy1 gormek i¢in bu fonksiyon kullanildi.

import matplotlib.pyplot as plt

class labels = ['car’, ‘'pedestrian’, ‘bus', 'truck', 'moto
class counts = [47184, 8448, 1435, 52366, 711, 3631, 591]

Sekil 10. Matplotlib kiitiiphanesi 6rnek kod ¢iktisi

2.6.4. Ploty Kiitiiphanesi

Bu ¢alismada siiflandirma sonuglarinin gorsel olarak incelenebilmesi amaciyla 3
boyutlu gorsellestirme oldukga onemli oldugu ve matplotlib bu noktada yetersiz kaldig
igin, daha etkilesimli olan Plotly kiitiiphanesinden yararlanilmistir. Plotly sayesinde
smiflandirilmis Lidar noktalar1 kolayca 3B olarak renklendirilebildi ve dondiiriiliip

yakinlagtirilabildi (Sievert, 2020).

e Kullanilan Fonksiyonlar

plotly.express

px. scatter_ 3d() — Siniflandirma sonuglarini gérsellestirmek igin kullanilmistir bu

fonksiyon sayesinde sahneyi dondiiriilebilmis yakinlastirilabilmistir.
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plotly.graph_objects - Bazi durumlarda veri iizerinde daha fazla kontrol saglamak
gerektiginde, plotly.graph_objects modiiliiniin Scatter3d smifi kullanilmistir. Bu yapr ile,
renk skalasi, eksen sinirlar1 gibi birgok parametre daha detayli olarak kontrol edilmistir.

go. Scatter3d() — Bu fonksiyon sayesinde nokta bulutlari elle kontrol edilebilmistir.

go.Figure() — Karmasik sahneleri gorsellestirirken Figure() fonksiyonu sayesinde

farkli gorsel bilesenler bir araya getirilmistir.

mport plotly.express as px
port pandas as pd

color_map
a:

W M

[ T 5 I Y

Sekil 12. Plotly kiitiiphanesi kullanim 6rnegi

2.6.5. Scikit-learn (sklearn) Kiitiiphanesi

Makine o6grenmesi algoritmalari, veri bolme ve model degerlendirme islemleri
i¢cin kullanilan bu kiitiiphane ile MLP ve Random Forest gibi yontemler uygulanmis ve
basar1 oranlarinin Sl¢iimii bu kiitiphane ve fonksiyonlar: ile yapilmistir (Pedregosa vd.,
2011).
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e Kullanilan fonksiyonlar

train_test_split() — Veriyi egitim ve test olarak ayirmak i¢in kullanilmistir.

MLPClassifier() — Cok katmanli yapay sinir agidir. Projenin ilk asamasinda, derin
O0grenmeye gecmeden Once c¢ok katmanli yapay sinir ag1 (MLP) c¢alismasinda
kullanilmuastir.

RandomForestClassifier() — Karar agaglarina dayali smiflandirmadir ve ¢alismada
nokta bulutu siniflandirmasi i¢in kullanilan ilk algoritmalardan biriydi.

classification_report() — Sinifa 6zel basar1 metriklerini raporlamak i¢in kullanilmistir.

Dogruluk_score() — Genel basariyi yiizdesel olarak gormek igin kullanildi.

MinMaxScaler() — Nokta koordinatlarint ve yogunluk degerini 0—1 araligina
Olceklemek icin kullanilmistir. MLP ve CNN modellerinde bu islem basariy1 artirmistir.

from sklearn.ensemble import RandomForestClassifier

klearn.model selection import train_test split

klearn.metrics import classification_report, accuracy_ score
klearn.preprocessi import MinMaxScaler
t matplotlib.pyplot as plt

nMaxScaler()
features scaler.fit_transform(features)

Sekil 13. Sklearn kiitiiphanesi 6rnek kod ¢iktis1

rain_test split (sklearn.model_selection) - Veriyi %80 egitim / %20 test olarak
ayirmakta kullanilmistir
make_pipeline (sklearn.pipeline) - KNN akisinda 6lgekleme + siniflandiriciyi tek bir

yerde birlestirmek i¢in kullanilmistir.

2.6.6. PyTorch (torch) Kiitiiphanesi

Bu ¢alismada CNN modelini tanimlamak ve egitmek i¢in PyTorch kiitiiphanesinden
faydalanilmistir. Bu siiregte 6zellikle tensor islemleri, model katmanlarinin olusturulmasi,
aktivasyon fonksiyonlari, kayip hesaplama ve optimizasyon adimlarinda bazi fonksiyonlar

aktif olarak kullanilmigtir (Paszke vd., 2019).
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e Kullanilan Fonksiyonlar

torch.tensor()- NumPy dizilerini tensor formatina ¢evirmek i¢in kullanildi. Model
egitimi icin verilerin float32 gibi uygun PyTorch wveri tiplerine doniistiiriilmesi
gerekiyordu.

torch.device() ve torch.cuda.is_available()- Modelin egitiminde varsa GPU
kullanilabilmesi i¢in cihaz kontrolii yapildi. Bu fonksiyonlar sayesinde kod, otomatik
olarak GPU destekli calisacak sekilde ayarlandi.

nn.Module — Bu modiil PyTorch'ta model tanimlamanin standart yontemidir.

nn.Linear() - Giristen ¢ikisa tam baglantili katmanlar kurmak igin kullanildi.
Ornegin, giristeki 4 boyutlu veriyi ara katmanlarda 64, 128 gibi boyutlara tasiyip ¢iktida 7
siifa gore sonug Uretildi.

nn.Dropout()- Modelin overfitting yapmamasi igin egitim sirasinda bazi baglantilar
rastgele sifirlandi.

F.relu()- Katmanlar arasi gegislerde dogrusal olmayan aktivasyon saglamak igin
kullanilmistir. Ozellikle ara katmanlarda modelin grenme yetenegini artirdi.

F.cross_entropy() - Modelin tahmin ettigi smif ile gercek sinif arasindaki farki
6lgmek icin kayip fonksiyonu olarak kullanilmistir. Bu deger egitim boyunca minimize
edilmeye ¢alisilmistir.

Optim.Adam()- Modelin agirliklarint giincelleyen optimizasyon algoritmasi olarak
Adam tercih edilmistir. Hizl1 6grenme ve iyi genel performansi sayesinde egitim siirecinde

istikrarli sonuglar vermistir.

L ch
orch.nn nn
O “’|_r|'Tlm optim

orch.nn. functional

clearn.mode]l selection train_test _split

carn.metrics class ication report,

umpy np

Sekil 14. PyTorch kiitiiphanesi 6rnek kod ¢iktist
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2.6.7. KNeighborsClassifier

Bu fonksiyon egitimde model kurmayarak veriyi saklar ve testte en yakin k

komsunun simifina bakar.
e Kullanilan Parametreler:

n_neighbors = 3-7-11 = Komsu sayist; komsu sayisinin daha biiyiik olmasi (k)—
daha piiriizsiiz karar sinirlar1 saglar ancak kiigiik siniflarda daha fazla kayba neden olur.

weights="distance”- Yakin komsulara daha yiiksek agirlik vererek dengesiz
siniflarda dengeyi korudugu i¢in kullanildi.

leaf size = 40: Aga¢ yapisinin yaprak boyutu; hiz/performans ayarini yapmak i¢in
kullanildi (Murphy, 2022).

as np

.model selection import train_test_split
.preprocessing import StandardScaler

n.neighbors t KNeighborsClassifier

knn = make_ pipeline
StandardScaler(with_mean= » with std=
KNeighborsClassifier

weights="d
algorithm="|
leaf size=48,
n_jobs=-1

Sekil 16. KNeigborsClassifier kullanim kod 6rnegi

2.6.8. Yardima Kiitiiphaneler (os, json )

Veri kiimesinin yiiklenmesi ve dosya kontrol islemleri sirasinda Python’un bazi
modiillerinden yararlanilmigtir. Bu kiitiiphaneler, dogrudan smniflandirma algoritmalartyla
ilgili olmasa da projenin diizgiin ¢aligmasi i¢in olduk¢a Onemli olmustur. Her iki
kiitiphane de Python’un standart kiitiiphaneleri arasinda yer aldigi i¢in ek kurulum

gerektirmemis ve dogrudan kullanilabilmistir.



37

e Os

Veri setinin Colab ortaminda olup olmadigini kontrol etmek, eksikse uyar1 vermek
ve klasér islemlerini yonetmek igin os modiilii kullamlmistir. Ozellikle .tgz dosyasinin

gercekten Drive’a yiiklenip yiiklenmedigini kontrol etmek amaciyla kullanilmistir.

m google.colab import drive
ort os

drive.mount(”

tgz path =

it os.path.exists(tgz path):
print({ " & C bulundu: {tgz path}™)

bulunamadz ! u kontro >t : {tgz_path}™)

Sekil 17. Os yardimet kiitiiphane 6rnek kod ¢iktist

e Tarfile

NuScenes veri kiimesi .tgz (tar-gz) formatinda oldugu i¢in, bu dosyayr Colab
lizerinde agmak i¢in bu modiilden faydalanilmistir. Boylece tiim veri klasorii manuel

yiikleme yapilmadan acgilarak dogrudan kullanilabilir hale getirilmistir.

extract_path =
# .tar.bz2 dosyasini acar
with tarfile.open(bz2 path,

tar.extractall{path=extract_path)

print{" Il 1lid

StmpSipython-input-1955425777.py:9: DeprecationWarning:

Python 3.14 will, by default, filter extracted tar archiwves and rejec

B lidarseg dosyasi basariyla cikarilda.

Sekil 18. Tartfile yardime kiitiiphane 6rnek kod ¢iktisi
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2.7. Deney Kurulumu

Bu calismada yapilan deneyler yiiksek tekrarlanabilirlik ve adaletli karsilastirma
dogrultusunda tasarlanmistir. Tiim egitim ve test siliregleri Google Colab iizerinde
yirlitiilmistir. Calismanin ortami hem donanim hem de yazilim bilesenleri agisindan
sabitlenmis parametrelerle yapilandirilmistir. Deneylerde, Google Colab ortaminda
saglanan NVIDIA Tesla T4 grafik islemcisi (16 GB VRAM), 2.3 GHz ¢ift ¢ekirdekli sanal
CPU ve 12 GB RAM kullanilmistir. Depolama, Colab g¢alisma alan1 ve Google Drive
entegrasyonu lizerinden saglanmaistir.

Tim deneylerde tekrarlanabilirlik orani olan random_state=42 olarak sabit deger
secilmistir. Bunun sebebi 42’nin bilimsel c¢alismalarda oldukga sik kullanilan bir standart
deger olmasidir bu sayede kodun yeniden c¢alistirilmasinda ayni veri boliinmesi, ayni
model agirliklar1 baglangici ve ayni sonuglar elde edilebilir. PyTorch tarafinda
torch.manual_seed(42) ve torch.backends.cudnn.deterministic =True ayarlar1 uygulanarak,
GPU tabanli islemlerde ongoriilebilir sonuglar elde edilmesi saglanmistir. Bu sayede hem
CPU hem de GPU iizerinde ¢alisan rastgele tiim siiregler kontrol altina alinmigtir (Reimers
& Gurevych, 2017).

Tiim deneylerde veri seti, %80 egitim ve %20 test oraniyla bolinmiistiir ancak bazi
deneylerde %10 dogrulama alt kiimesi ayrilmistir. Bu alt kiime, modelin asir1 6grenmesini
onlemek ve hiperparametre se¢imlerini optimize etmek amaciyla kullanilmigtir. Bunun
nedeni MLP, CNN gibi derin 6grenme tabanli yontemlerde hiperparametre optimizasyonu
ve erken durdurma igin ayr1 bir izleme veri kiimesine ihtiya¢ duyulmasidir. Random Forest
gibi klasik makine 6grenmesi algoritmalarinda dogrulama siireci ¢apraz dogrulama ile
ylriitiilmis olup ayri bir dogrulama kiimesi gerekliligi bulunmamustir.

Erken Durdurma: Egitim siirecinde modelin dogrulama kayb1 veya dogruluk degeri
izlenir. Belirli sayida epoch boyunca iyilesme gézlenmezse egitim sonlandirilir bu sayede
de asir1 6grenme Onlenir.

Hiperparametre Ayari: Ogrenme orani, dropout orani, katman sayisi gibi
parametreler dogrulama kiimesindeki performansa gore optimize edilir.

Adil Karsilastirma: Random Forest gibi klasik makine 6grenmesi modelleri ¢apraz
dogrulama ile degerlendirilirken derin 6grenme modellerinde egitim—dogrulama—test
ayrimi yapilir. Bu ylizden bazi deneylerde dogrulama alt kiimesi ayrilmis, bazilarinda ise

dogrudan train—test kullanilmistir.
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Bolinme, simif dagilimimi korumak amaciyla stratified sampling yOntemiyle
yapilmistir. Performans degerlendirmesi i¢in dogruluk, macro-F1, macro-Duyarlilik,
macro-Kesinlik ve Ortalama IoU (mloU) metrikleri kullanilmistir. Sinif bazli hata
analizleri icin karisiklik matrisi gorselleri eklenmis, ayrica nitel degerlendirme amaciyla
tahmin ve gercek etiketlerin 3B renkli gorsellestirmeleri yapilmistir (Everingham vd.,
2010; Pineau vd., 2021).

2.8. Temel Modeller ve Deney Siirecleri

Bu calismada kullanilan modeller ve deney siireglerinde farkli algoritma tiirlerinin
nokta-bazli Lidar smiflandirma performanslarimi karsilastirmak amaciyla kademeli olarak
ilerlenilmistir. Deneylerde hem klasik makine ©6grenmesi hem de derin Ogrenme
yaklasimlar1  kullanilarak algoritma karmasikligmin ve temsil giiclinin model

performansina etkisi incelenmistir.

2.8.1. Random Forest Yontemi ile Deneysel Sonuglar

Bu ¢alismada Random Forest algoritmasi ile ¢alismanin baslangi¢ asamasi olarak
yontemin dogrulugunu test etme ve veri isleme adimlarinin ne kadar saglikli ¢alistigini
gormek amaciyla diisiik sayida sinif ile denemeler yapilmstir. ilk olarak iki sinif iizerinde
bir siniflandirma gerceklestirilmistir ve modelin genel dogruluk oran1 %99 seviyesinde

elde edilmis, her iki sinif igin de yiiksek kesinlik ve duyarlilik degerleri kaydedilmistir.

—_Z'r @ Dogruluk: @.9975881572897761
@ 5inif bazli basari:
precision recall fl-score

.9 1. 1.e8
.8 1. 1.e8

1 a
2 1

accuracy
macro avg
weighted avg

1.88
1.88

Sekil 19. 2 sinif igin Random Forest sinif bazli basari raporu
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Iki simifli yaya ve otobiis smiflandirma deneylerinde elde edilen sonuglara
bakildiginda modelin deneylerde kullanilan test verileri {izerinde hesaplanan dogruluk

oran1 %99,75 olarak elde edilmistir.

Confusion Matrix (Counts)
1200

1000

- 423 1
BoO
£
& =
& GO0
2 A
= 400
™ 3
- 200
i 1
1 F

Tahmin

Sekil 20. Sinifta siniflandirma sonucunun karigiklik matrisi

Sekil 20°de satirlar gergek etiketleri, siitunlar ise modelin tahmin ettigi etiketleri
gosterirken diyagonal hiicreler dogru simiflandirmalari, diyagonal digindaki hiicreler ise
yanlis siniflandirmalar1 gosterir. Sekilde de goriildigi gibi 423 adet yaya dogru
smiflandirilmig ([0,0] hiicresi), 1 adet yaya otobiis olarak tahmin edilmis ([0,1]), 1226 adet
otobiis dogru siniflandirilmis ([1,1]), 3 adet otobiis yaya olarak tahmin edilmistir ([1,0]).

Boylece toplam 1653 6rnegin yalnizca 4 tanesi hatali siniflandirilmigtir. Hesaplanan
dogruluk %99 olup kod ¢iktis1 ile uyumludur.
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Sinif Bazlh Dogru ve Hatah Siniflandirmalar
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Sekil 21. 2 sinifli siniflandirmada dogru-hatali dagilim

Dogru—hatali dagilim siniflandirma grafigi ayni sonucu uzamsal olarak yorumlamayi
saglamaktadir. Grafikte her nokta test kiimesindeki bir 6rnegi temsil ediyor olup isaret tipi
dogru () ve hatal1 (x) tahmin ayrimim gosterirken renk skalasi ise gercek smnifi (0 = yaya,
1 = otobiis) belirtmektedir. Gozlenen birka¢ mavi “Xx” isaretinin ¢ogunun belirli dar
bolgelerde ve az sayida olmasina karsilik, kirmizi/renkli dolu noktalarin yogun ve yaygin
olmasi, karar siniriin iki sinift uzayda biiyiik 6l¢iide diizgiin ayirdigin1 géstermektedir.
Hatali noktalarin ¢ok az ve daginik olmasi, hatalarin belirli bir kiimelenmeye isaret
etmedigini ve muhtemelen sinirda kalan veya duyarlilign disiik Ol¢iimlere ait birkag
ornekten kaynaklandigini diistindiiriir.

Ozetle, iki simifli senaryoda yalnizca 1 yaya otobiis sinifina kaymis, 3 otobiis yaya
sinifina kaymis ve sonugta 4 Ornek yanlis etiketlenmistir. Bu, hem karigiklik matrisi
tizerinden sayisal olarak hem de dogru-hatali dagilimi iizerinden uzamsal olarak net
bicimde goriilmektedir ve raporlanan 9%99,75 dogrulukla tam tutarlidir. Bu bulgu,
yontemin iki smifta giliglii bir ayrim giiciine sahip oldugunu ve daha fazla sinifa
gecildiginde beklenen zorluk artisini yorumlamak i¢in de iyi bir baslangic seviyesi

sundugunu gostermektedir.
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Genel olarak degerlendirildiginde, iki sinifli siniflandirma deneyleri sonucunda elde
edilen bulgular, 6nerilen yontemin Lidar nokta bulutu verilerinde yaya ve otobiis ayrimini
yiiksek dogrulukla gergeklestirebildigini gostermistir.

Daha sonra yaya, araba ve otobiis siniflar1 i¢in deneme c¢alismasi yapilmis ve

modelin basaris1 %99’un {izerinde gézlenmistir.

S¥ @ Dofruluk: ©.9972

B sinif bazli basari:
precision recall +1-score

car
pedestrian
bus

accuracy
macro avg
weighted ave

Sekil 22. 3 sinif igin sinif bazli basar1 raporu

Daha derinlemesine analiz yapabilmek icin yalnizca genel dogruluk skoruna degil,
smif bazli performansa ve hata dagilimina da bakmak igin karmagiklik matrisi

grafiklerinden yararlanilmigtir.

Confusion Matrix [Counts) - RF [3-class)
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Sekil 23. 3 sinifta siniflandirma sonucunun karisiklik matrisi
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Karmagiklik matrisi incelendiginde, satirlarin gergek siniflari, stitunlarin ise modelin
tahmin ettigi siniflar1 temsil ettigi goriilmektedir. Kosegen iizerinde yer alan degerler dogru
siniflandirmalar1 gdsterirken, kosegen disindaki degerler hatali smiflandirmalar ifade
etmektedir. Sonuglara gore, otobiis smifina ait noktalar model tarafindan biiylik Olglide
dogru olarak tahmin edilmistir. Araba sinifinda genel dogruluk yiiksek olmakla birlikte, az
sayida noktanin yaya olarak yanlis siniflandirildigi gozlenmektedir. Yaya sinifinda ise
digerlerine nazaran daha fazla hata bulunmaktadir ve bazi1 yayalar araba sinifina
kaydirilmistir. Bu durum, modelin kii¢iik ve daginik yapida olan yaya noktalarini ayirt

etmekte zorlandigin1 gostermektedir.

Confusion Matrix (Normalized) - RF (3-class)
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Sekil 24. 3 sinifta sinif bazli metrik raporu

Sekil 24°te sunulan sinif bazli metrik raporu modelin performansini daha ayrintili bir
sekilde gostermektedir. Kesinlikdegeri, modelin belirli bir sinif i¢in yaptigi tahminlerin ne
kadarinin dogru oldugunu, duyarlilik degeri, o smifa ait gercek noktalarin yilizde kacinin
dogru tahmin edildigini, Fl-score ise bu iki Ol¢iitiin birlesimini ifade etmektedir. Cikti
incelendiginde, otobiis sinifi igin kesinlikve duyarlilik degerlerinin oldukga yiiksek oldugu
ve bu nedenle modelin bu sinifta gii¢lii bir performans sergiledigi goriilmektedir. Araba
smifinda Kesinlik yiiksek olmakla birlikte duyarlilik degerinde kiiciik bir diislis vardir; yani
model bazi arabalar1 farkli siniflara kaydirmistir. Yaya sinifinda ise duyarlilik degerinin
digerlerine kiyasla daha diistik oldugu gézlenmektedir, bu da modelin yayalarin tamamini

yakalayamadigini, bir kismini farkli siniflar altinda degerlendirdigini gostermektedir.
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Bu ciktilar birlikte degerlendirildiginde, modelin 6zellikle biiyiik nesnelerde oldukca
basarili oldugu, ancak daha kiiciik ve yaya gibi karmasik yapilarda hata oraninin arttig
sonucuna varilabilir. Bu sonuglar, kullanilan Random Forest algoritmasinin diigiik sinif
sayisinda oldukc¢a basarili calistigini ve veri etiketleme siirecinin dogru ilerledigini
gostermistir.

Bu agsamada temel olarak Dogruluk ve smif bazli kesinlik—duyarlilik—F1 skorlari
raporlanmistir. IoU ve mloU metrikleri, diisiik sayida siniflar kullanilmasi nedeniyle bu
kisimda detaylandirilmamis asil degerlendirmeler daha genis simif kiimesi olan 7 smif
tizerinde yapilmistir (Everingham vd., 2010).

Random Forest algoritmasi 2 ve 3 sinif ile deneme ¢aligmasimin ardindan, Lidar
nokta bulutlarinin yedi farkli simifa ayrilmasi amaciyla kullanilmistir. Model oncelikle
n_estimators = 100 ve max_depth = 25 hiper parametreleri ile yapilandirilmis ve
random_state= 42 tekrar degeriyle sabitlenerek kararli sonuglar elde elde edilmesi
saglanilmistir. Egitim ve test veri kiimeleri, %80 egitim — %20 test oraninda ve simif

dagilimi korunarak ayrilmistir.

S~ @ Dogruluk: 8.9721

M 5inif bazli basari:
precision recall l-score

car 8.97 8.97 8.97
pedestrian B8.98 8.98 8.98
bus 8.97 8.96 8.96

truck 8.97 8.97 8.97
motorcycle 0.97 8.93 8.95
barrier . 8.99 @.99
bicycle rack . 1.08 1.08

accuracy 8.97
macro avg .98 2.98
weighted avg . @.97

Sekil 25. 7 sinif i¢in sinif bazli basar1 raporu

Kod g¢iktisinda smif bazli degerlendirmeye gore; Araba, kamyon smifinda %97
kesinlik ve duyarlilik degerleri ile dengeli ve yiiksek performans géstermistir bunun nedeni
bu smiflarin veri kiimesinde yogun sekilde bulunmasindan dolayr modelin ayirt etmesinin
kolay olmasidir.

Yaya sinifinda %98 kesinlik/duyarlilik ile modelin kii¢iik ve ince yapili nesneleri bile

yiiksek dogrulukla yakalayabildigini gostermektedir.
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Otobiis sinifinda kesinlik %97, duyarlilik %96 ile giiclii, ancak duyarlilik degerinin
diger biiyiik ara¢ siniflarina gére daha diisiik olmasi, bazi otobiis noktalarinin kamyon veya
araba sinifina karismasindan kaynakli olabilecegi varsayilmaktadir.

Motosiklet smifinda kesinlik %97, duyarlilik %93 ile diger siniflara kiyasla diisiik
duyarlilik degeri goriilmektedir. Bunun sebebi, motosikletlerin daha az sayida 6rnege sahip
olmast ve 3B noktalarin geometrik benzerlik nedeniyle diger kiiclik nesnelerle
karigabilmesidir.

Bariyer sinifinda kesinlik %100, duyarlilik %99 ile neredeyse kusursuz siniflandirma
yapilmistir. Noktalarin geometrik formu ve sabit konumda olmasi ayirt ediciligi artirmistir.

Bisiklet rafi sinifinda kesinlik ve duyarlilik degerlerinin her ikisi de %100°diir. Veri
kiimesinde sinifin 591 gibi az sayida nokta bulundurmasina ragmen modelin bu nesneleri
hatasiz siniflandirabilmesi, belirgin geometrik formun etkisinden kaynaklanabilir. Makro
ortalama degerleri %98 kesinlik, %97 duyarlilik ile modelin tim smiflarda dengeli
performans sergiledigini, Agirlikli ortalama degerleri ise %97 Kkesinlik ve duyarlilik ile
smif dagilimindaki dengesizliklere ragmen genel basarinin korundugunu gdstermektedir.

Modelin degerlendirme sonuglar1 karisiklik matrisleri ile Sekil 26 ve Sekil 27’de

sunulmaktadir.
Random Forest - Kanisiklik Matrisi (Ham Sayilar)
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Sekil 26. 7 sinif i¢in karigiklik matrisi
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Sekil 26 modelin test veri kiimesindeki her sinif i¢in tahmin performansinit ham say1
cinsinden gostermektedir. Bu gorselde yatay eksen modelin tahmin ettigi siniflart
gosterirken dikey eksen veri kiimesinde yer alan gercek siniflari ifade etmektedir.

Kosegen hiicreler ise dogru smiflandirilan 6rneklerin sayisini gosterir. Ornegin, araba
siifindaki 45.807 6rnek dogru tahmin edilmistir. Kosegen disinda kalan hiicreler yanlig
smiflandirmalar1 temsil etmektedir. Ornegin, kamyon sinifina ait 1.347 6rnek yanlislikla
araba olarak tahmin edilmistir. Bu gorsel ile hangi smiflar arasinda karisiklik yasandig
goriilmektedir. Ornegin araba <> kamyon arasinda karsilikli yanls siniflandirmalar vardir.
Arabanin 1.280 o6rnegi kamyon olarak, kamyonun 1.347 o6rnegi araba olarak tahmin
edilmistir. Bariyer ve bisiklet rafi siniflarinda ise hata orani oldukga diisiiktiir; neredeyse

tiim ornekler dogru tahmin edilmistir.

Random Forest - Kansiklik Matrisi (Normalize)

- 1.0

car .9 0.00 0.03 0.00

pedestrian 0.8
bus 0.00 B 0.00 0.00 0.00 0.00
- 0.6
b —
£
e . o c
= truck .0 0.00 g
=
w
&)
- 0.4
motorcycle
barrier .0 0.00 0.00 0.00 . 0.2
bicycle_rack 0.00 0.00 0.00 0.00

v : v - 0.0
car pedestrian bus truck motorcycle bamer bicycle_rack
Tahmin Edilen Simf

Sekil 27. 7 sinif i¢in normalize edilmis karigiklik matrisi

Sekil 27, aymi karisiklik matrisinin O ile 1 arasinda normalize edilmis oranlarla
gosterilmis halidir. Bu sayede, smif biiyiikliiklerinden bagimsiz olarak hata oranlarmin
karsilagtiritlmast miimkiin olmaktadir. 1.0 degeri (yesil tonlar) ilgili siniftaki tiim 6rneklerin
dogru smiflandirildigini, 0.0 degeri ise hi¢ dogru tahmin yapilamadigini ifade etmektedir.
Ara degerler ise ilgili smifa ait 6rneklerin %97°sinin dogru tahmin edildigini gosterir.

Normalize edilmis matrisin avantaji, farkli biiyiikliikteki siniflarin hata oranlarinin adil
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sekilde karsilastirilabilmesidir. Ornegin Motosiklet smifinda dogruluk oran1 0.93 ile diger
smiflara gore daha diisiiktiir, bu da modelin bu sinifi ayirt etmekte biraz daha zorlandigini
gosterir. Bisiklet rafi sinifi ise 1.00 ile tamamen dogru siniflandirilmistir. Bu sonuglar,
Random Forest algoritmasimin Lidar verilerinde farkli nesne smiflarini yiiksek basariyla
ayirt edebildigini gostermektedir. Ancak, bazi siniflarda meydana gelen diisiilk oranl
karigmalarin, ozellikle smiflar arasi fiziksel benzerliklerin ve sensér kaynakli veri
hatalariin etkisiyle ortaya ¢iktig1 degerlendirilmektedir.

Modelin test kiimesindeki genel dogruluk oran1 %97,21 olarak elde edilmistir. Bu
metrik, tiim siniflardaki dogru tahminlerin toplam 6rnek sayisina oranidir. Ancak dogruluk
tek bagina modelin her sinifta ne kadar dengeli performans gosterdigini yansitmayacagi
icin sinif-basi kesisim-birlesim orant (IoU) ve ortalama IoU (mloU) degerleri de
hesaplanmistir. IoU, her bir siif i¢in dogru tahmin edilen nokta sayisinin, o simnifa ait

gercek ve tahmin edilen tiim noktalarin birlesimine oranidir.

S51maf-basi Iol:
car: 8.9411
pedestrian: 8.9567
bus: 8.9384
truck: 8.9458

motorcycle: 8.9848
barrier: ©.9877
bicycle rack: 1.8800

miol: @.9522

Sekil 28. Siif bazli IoU basar1 raporu

Yapilan degerlendirmede sinif-basi loU degerleri su sekilde bulunmustur:

e Araba: 0.9411

e Yaya: 0.9567

e Otobiis: 0.9304

e Kamyon: 0.9458

e Motosiklet: 0.9040
e Bariyer: 0.9877

e Bisiklet rafi: 1.0000
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Bu degerlerin ortalamasi olan mloU, 0.9522 olarak hesaplanmistir. Buradan
anlasilacagi iizere IoU metrigi, genel dogruluk olan %97,21 degerine kiyasla biraz daha
diisiik ¢ikmistir. Bunun temel nedeni, IoU’nun yanlis pozitif ve yanlis negatif tahminleri
daha sert bir sekilde cezalandirmasidir. Ornegin, araba ve kamyon siniflar1 arasinda
yasanan karsilikli karigmalar bu siniflarin IoU degerlerini dogruluk oranina gore daha fazla
distirmiistiir.

Sonug olarak, Random Forest modeli, yiiksek genel dogruluk ve mloU degerleri ile
giiclii bir performans sergilemistir. Ancak biiyiik ara¢ siniflar1 arasindaki (araba—kamyon)
karigsmalar, mloU degerlerinde sinirli bir diisise neden olmustur. Bu durum, Lidar
sensorlerinin ¢ozlniirliigli, goriis acist ve veri setindeki ornek c¢esitliligi ile iligkili

olabilmektedir.

2.8.2. DL-MLP Yontemi ile Deneysel Sonuclar

Bu calismada nokta bulutu siniflandirmasi i¢in kullanilan derin 6grenme
yontemlerinden biri de Derin Cok Katmanli Algilayict (DL-MLP) modelidir. MLP’nin
temel prensibine dayanan bu yontemde daha fazla gizli katman ve diizenlilestirme
teknikleri kullanilarak klasik MLP’den ayrilmaktadir. Modelin giris katmaninda her nokta
icin X, y, z koordinatlari ile yogunluk degerlerini girdi olarak alinmistir. Ardisik tam bagh
katmanlarda ReLU aktivasyonu tercih edilmis olup asirt 6grenmeyi engellemek amaciyla
dropout katmanlar1 eklenmistir. Cikis katmani ise 7 farkli sinifa ait olasiliklari tiretmek i¢in

softmax aktivasyon fonksiyonu ile tasarlanmistir.

@ Test Dogruluk: 8.7817

P Sinif Bazli Rapor:

precision support

car B.8736
pedestrian 8.3775
bus 8.17438

truck B.95538
motorcycle B.8574
barrier B.4258
bicycle rack 8.1248

47184
8448
1435

52366

ahl
3631
591

SEY:
= LT =R s R EY )
[v, = -

2O e @
= £
@ D

[':}U'I
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@%._ :
=

accuracy 114366
macro avg 114366
welighted avg . 114366

Sekil 29. DL-MLP siniflandirma bazli dogruluk raporu
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DP-MLP kod ciktisininda smniflara gore elde edilen siiflandirma metrikleri
sunulmaktadir. Araba ve kamyon siniflarinda hem kesinlik hem de duyarlilik degerlerinin
yiiksek oldugu goriilmektedir. Buna karsin, 6rnek sayisi digerlerine gére daha az olan
motosiklet ve bariyer smiflarinda basar1 oranlar1 dismiistir. Bu durum, veri

dengesizliginin DL-MLP modelinin performansini sinirladigini ortaya koymaktadir.

Confusion Matrix (Normalized) - DL-MLP (7-class)

car -

pedestrian

bus 0.0 0.08 0.68

-0.6

truck

Gergek
Oran

-04
motorcycle

barrier 02

bicycle_rack

- 0.0

car
bus
truck

pedestrian
motarcycle
barrier
bicycle_rack

Tahmin

Sekil 30. 7 smif i¢in normalize karisiklik matrisi

Sekil 30°da satirlar gergek smiflari, siitunlar ise modelin tahmin ettigi siniflari
gostermektedir. Renk oOlcegi 0-1 aralifindadir ve her satir 1’e normalize edilmistir;
dolayisiyla bir satirdaki hiicreler, o sinifa ait 6rneklerin ne kadarmin hangi etikete gittigini
oran olarak vermektedir. Diyagonal hiicreler (sol-iistten sag—alta) sinif-basi dogru
siiflandirma oranlarini gosterir bu degerler dogrudan duyarlilik ile aynidir. Diyagonal
disindaki hiicreler ise yanlis smiflandirma oriintiilerini ortaya koymaktadir. Sif basi
bulgulara bakildiginda;

Araba smifi: Diyagonal hiicre 0.56 olup, ger¢ek araba noktalarnin %56’s1 dogru
etiketlenmistir. Kalan 6nemli paylar motosiklet, yaya, bisiklet rafi ve otobiis etiketlerine
dagilmistir. Bu durum, DL-MLP’nin araba sinifinda duyarlilik agisindan zorlandigini ve

ozellikle motosiklet sinifina asir1 atama egilimi bulundugunu gosterir.
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Yaya siifi: Dogru siniflandirma orani 0.47’dir. Yanlis atamalar agirlikla bariyer
motosiklet ve otobiis etiketlerine gitmektedir. Yaya noktalarinin seyrek/ince yapisit ve
siniflar aras1 geometrik benzerlikler bu kaymalar1 agiklamaktadir.

Otobiis smifi: Diyagonal oran 0.68 ile orta-yiiksektir. Belirgin karigsmalar motosiklet
ve kamyon yoniindedir. Otobiis—kamyon geometrik yakinligi ve nokta dagilimi buna zemin
hazirlamaktadir.

Kamyon Smifi: 0.85 ile en yiliksek diyagonal oranlardan birine sahiptir; model
kamyonlar1 biiyiik 6l¢tide dogru yakalamaktadir. Araba gibi kiigiikk oranli kaymalar az
olmak iizere diger siniflara goriilmektedir.

Motosiklet Sinifi: Dogruluk oran 0.74 ‘tir. Ancak diger siiflarin satirlarinda
motosiklet siitununa gelen hatali atamalar da fazladir. Ornegin araba satirinda %15, yaya
satirinda %14 hatali atama vardir. Bu yorumlandiginda motosiklet i¢in duyarlilik yiiksek —
kesinlik diisiik dengesinin bir 6rnegi ortaya ¢ikmaktadir ve bu simif raporundaki ¢ok diisiik
kesinlik degeri ile tutarlidir.

Bariyer Sinifi: Diyagonal 0.93 dogruluk orani vardir ve model gergek bariyerleri
biiyiik 6l¢lide dogru ayirt etmistir. Ancak o6zellikle yaya satirinda %17°lik bir payin bariyer
slitununa gelmesi, bariyer sinifi i¢in yanlig-pozitif riskinin varligina isaret etmektedir ve bu
kesinligin sinif raporunda gorece diisiik ¢ikmasiyla uyumludur.

Bisiklet rafi Simifi: 0.98 ile matrisin en yiiksek dogruluklarindan biri olmustur
yalnizca bariyer siitununa %2 diizeyinde bir kayma vardir. Bu smifta duyarlilik ¢ok
yiiksektir ancak diger siniflardan ozellikle de araba satirindaki %7 kaymanin bu siituna
gelen etiketlerinin kesinligi diisiirmektedir. Bu da smif raporunda bu sinif i¢in kesinlik ¢ok

diisiik duyarlilik degerinin daha yiiksek olmasi ile uyumludur.

Kaywp (Loss) Dodruluk (Accuracy)

FpOOn Fpox b

Sekil 31. DP-MLP’nin egitim/dogrulama kaybi1 ve dogruluk egrileri
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Seklin sol panelinde kayip sag panelinde dogruluk degerlerinin yatay eksene gore
degisimi gosterilmektedir. Mavi egriler egitim, turuncu egriler dogrulama kiimesine aittir.
Egitim kaybr ilk epochta yaklasik 1.25 civarindan baglayip diizenli bi¢imde yaklasik 0.75
seviyesine kadar diismektedir. Bu egilim, her yinelemede veriden daha tutarhi Oriintiiler
ogrendigini ve optimizasyonun istikrarli ilerledigini gostermektedir. Dogrulama kayb1 ise
yaklasik 1,12 baslayip genel olarak asagi yonlii bir iz izlemekte olup 5-12. epoch
araliginda kiiglik dalgalanmalar goriilmektedir.

Bu dalgalanmalar iki nedenle beklenmektedir. ik neden Dropout ve siif agirliklart
gibi diizenlilestirme mekanizmalart mini-batch’ler arasi degiskenlik yaratmasindan
kaynaklanabilirken diger sebep ise bazi az 6rnekli siniflarin tizerinde hatanin diizensiz
dagilmasimin dogrulama kaybina kisa siireli inig-¢ikislar olarak yansimasindan kaynakli
olabilir. Ancak dogrulama kaybinin genel egilimi asagi oldugu igin belirgin bir asir1 uyum
goziikmemektedir. Egriler yaklagik olarak 10—15. epoch arasinda doyuma yaklagmakta, bu
da erken durdurma ve Ogrenme orani azaltma mekanizmalarinin dogru noktada devreye
girdigini diislindiirmektedir. Resmin sag kisminda bulunan dogruluk paneli incelendiginde
egitim dogrulugu yaklasik %55 baslayarak artis egilimiyle %70 bandina yerlestigi
goriilmektedir. Dogrulama dogrulugu, ilk birka¢ epochtan itibaren egitim egrisinin ¢ok
yakininda seyreder ve zaman zaman bir miktar daha yiiksek gerceklesir.
Dropout/LayerNorm gibi diizenlilestirme katmanlar1 egitim sirasinda giiriiltii ekleyerek
egitim dogrulugunu bir miktar baskilar ve dogrulama asamasinda bu giiriiltii devre dis1
kaldigindan 6lgiilen dogruluk bir miktar yiikselir. iki egri arasindaki farkin az olmasi
modelin genelleme boslugunun kiiciik olduguna ve asir1 6grenme gostermedigine igaret
eder.

Bu ciktilar birlikte incelendiginde DL-MLP’nin istikrarli  bicimde &grendigi,
diizenlilestirmenin egitim/dogrulama egrilerini yakin tuttugu ve egitim sonunda genel
dogrulugun %70,17 diizeyine ulagtigi goriilmektedir.

Sonu¢ olarak DL-MLP yontemi, basit MLP’ye kiyasla nokta bulutundaki daha
karmagik iliskileri 6grenebilmis ve siniflandirma performansini belirgin sekilde artirmistir.
Ancak %70,17 seviyesinde kalan dogruluk orani, nokta bulutlarinin yiiksek boyutlu yapisi
ve smiflar arasindaki benzerlikler g6z oniine alindiginda, bu yontemin tek basina yeterli

olmadigimi gostermektedir.
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2.8.3. ML-MLP Yontemi ile Deneysel Sonuclar

Calismada MLP iki farkli yontem ile denenmistir bu kisimda makine 68renmesi ile
200 iterasyonla egitilen MLP modelinin sonuglari, genel dogruluk, sinif bazli basari
metrikleri ve gorsellestirmeler iizerinden detayli olarak incelenmistir. Modelin test
dogrulugu %90,34 olarak hesaplanmistir. Ancak sinif bazli metrikler incelendiginde, bazi
siniflarda iyilesmeler gozlenirken bazi siniflarda  dengesizlikler ortaya c¢iktigi

gorilmektedir.

Toplam sinaf dagilima: {@: 235928, 1: 42239, 2: 7178, 3: 261828, 4: 3554, 5: 18156, 6: 2955}

Train dagilami: {@: 188736, 1: 33791, 2: 5743, 3: 289462, 4: 2843, 5: 14525, 6: 2364}

Test dagilami: {@: 47184, 1: 3448, 2: 1435, 3: 52366, 4: 711, 5: 3631, 6: 591}

Train (oversampled) dagilima: {@: 289462, 1: 200462, 2: 209462, 3: 200462, 4: 289462, 5: 209462, 6: 209462}

@ Test Dogruluk: ©.9034
M Sinif bazli rapor:
precision recall f1-score

car 8.93 8.87 2.%9a
pedestrian 8.73 .94
bus 8.57 8.99
truck 8.99 8.92
motorcycle 8.16 9.9
barrier 8.98 8.99
bicycle_rack 1.80 1.88

accuracy
macro avg
weighted avg

Sekil 32. ML-MLP 7 sinif i¢in performans raporu

Sinif bazl kesinlik, duyarlilik ve F1-skor degerleri incelendiginde, araba ve kamyon
smiflarinda diger siniflara oranla daha yliksek basar1 elde edilmistir. Yaya smifinda
duyarlilik degerinin oldukca yiliksek olmast modelin bu smifi 6grenme konusunda basarili
oldugunu, ancak kesinlik degerinin daha diisiik olmasi ise yanlis pozitiflerin fazla
oldugunu gostermektedir. Otobiis smifinda duyarlilik degerinin %99’a yiikselmesine
ragmen Kesinlik %57 seviyesinde kaldig1 gériilmektedir. Bu durum modelin otobiis sinifini
asir1 tahmin etme egilimine isaret etmektedir. Diisiik O6rnek sayisina sahip motosiklet
smifinda kesinlik %16 gibi diisiik bir seviyede kalmig, buna karsin duyarlilik %96
cikmistir. Bu dengesizlik, kii¢lik siniflarda asir1 6rnekleme etkisiyle modelin duyarliliginin
artmasina ragmen kesinligin zarar gordiigiinii gostermektedir. Bariyer ve bisiklet rafi
smiflarinda ise hem Kkesinlik hem de duyarlilik degerleri %98-100 araliginda hesaplanmis,

bu da bu siniflarda basarili bir ayrim yapildigin1 gostermektedir.
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Sekil 33. 7 sinif igcin ML-MLP karigiklik matrisi

Karigiklik matrisi incelendiginde, araba sinifindaki drneklerin biiyiik ¢ogunlugunun
dogru tahmin edildigi, ancak belirli bir kisminin kamyon ve yaya smiflariyla karistig
goriilmektedirOtobiis sinifinda hatalarin 6zellikle araba ve kamyon siniflarina kaydigi
gozlenmistir. Bu durum, gorsel olarak birbirine yakin olan veya benzer konum/geometri

bilgisine sahip siniflarin model tarafindan ayirt edilmesinde zorlanildigini gostermektedir.
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Sekil 34. ML-MLP egitim ve dogrulama dogrulugu grafigi

Sekil 34’te ML-MLP modelinin egitim siirecine ait egitim kaybi1 ve dogrulama
dogrulugu grafikleri verilmistir. Grafiklerden de goriilecegi gibi egitim kaybi baslangicta
oldukca yiiksek bir degerden baslamis olup birkag iterasyon sonrasinda hizli bir diisiis
gostermistir. Yaklagik 15. iterasyondan itibaren kayip degerlerindeki azalma yavaslamus,

40. iterasyona kadar giderek daha stabil bir seyir izlemistir. Bu durum, modelin 6grenme
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stirecinde erken asamalarda hizli bir uyum sagladigin1 ancak ilerleyen iterasyonlarda hata
degerinin giderek daha zor iyilestigini gostermektedir. Dogrulama dogrulugu grafigi
incelendiginde, modelin dogruluk degerinin ilk 10 iterasyonda hizli bir sekilde ylikselerek
%80 seviyesini astigi, sonraki iterasyonlarda ise daha yavas fakat istikrarli bir artis
gosterdigi goriilmektedir. Yaklasik 30-35. iterasyon sonrasinda dogruluk degerinin %85
civarina yiikseldigi ve daha fazla dogruluk artisinin saglanamadigi goriilmektedir. Egitim
stireci, scikit-learn kiitiiphanesinde iterasyon 200 olarak ayarlanmis olmasina ragmen,
modelin 40. iterasyonda durdugu goriilmektedir. Bunun nedeni, ¢alismada kullanilan erken
durdurma stratejisinden kaynaklanmaktadir. Erken durdurma yontemi dogrulama kaybinda
10 ardisik iterasyon boyunca iyilesme gozlemlenmediginde egitimi otomatik olarak
sonlandirmaktadir. Bundan kaynakli 40. iterasyondan sonra modelin tekrar 6grenme
saglayamayacagi belirlenmis ve egitim bu noktada durdurulmustur.

Sonug olarak, grafikte goriilen kayip degerlerinin azalmasi ve dogruluk egrisinin
85’te kalmast modelin 40. iterasyon sonunda optimum Ogrenme noktasina ulastigini
gostermektedir. Bu sayede hem gereksiz hesaplama maliyetinden kaginilmis hem de asir

Ogrenme riski azaltilmistir.

Toplas samaf daalama: {0: 235920, 1: 42239, 2: 7178, 3: 261828, 4: 3S S: 1R156, 6: 2955}

Train dagalama: {@: 188736, 1: 13791, 2: S743, 3: 209462, 4: 2843, S: 14525, 6: 2364)

Test dafalama: (@: 47184, 1: 8448, 2: 1435, 3: 52366, 4: 711, 5: 3631, 6: 591)

Train (oversampled) dagalami: {0: 200862, 1: 200462, 2: 209462, 3: 200462, 4: 209462, S: 205462, 6: 2094462)

@ Test Dofruluk: 8.99M

' Samaf barli rapor

precision recall fl-score

e.93
0.73
0.57

motorcycle
barrier
bicycle rack

accuracy
Bacro avg
welghted avg

Sekil 35. 100 iterasyon ile bazli performans raporu

Calismada iterasyon degeri 100 ve 200 olarak denense de model pratikte yaklasik 40.
iterasyonda durmustur. Bunun nedeni 40. iterasyondan sonra dogrulama kaybinda anlamli
bir azalma gerceklesmemesidir. Bu nedenle 100 ve 200 iterasyon deneyleri ayni test

sonuglarini tiretmis olup aradaki fark yalnizca iist sinir parametresinde kalmistir.
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2.8.4. KNN Yontemi ile Deneysel Sonuclar

Bu ¢alismada KNN’nin komsu sayisi k i¢in 3,7 ve 11 degerleri ile test yapilmistir. K
komsu sayisini azalttikga egitim/test dogrulugunun arttigi ancak giriiltiiye duyarlilik da
yiikseldigi goriilmektedir. Sonuglar incelendiginde k=3 degeri %96,36 ile en yiiksek genel

dogrulugu vermistir.

Veri boywtu: (ST1838, 3) (S7T1838,)
# EMN efitimi (Fit) basliyer_

B Dogruluk: 8.9636

M simf Barly Rapor:

precision recall fl-score support

B 56 <]

B. 95 <]

B. 92 B8.593

B. 97 B.97

5 B.Ba8
B.58
1.88

96
95 B44E

A
pedestrian
bus

truck

barrier
bicycle rack

BERakib

BOCUracy
BASCTD g
wedphrbed ang

g

Sekil 36. K = 3 i¢in smif bazli dogruluk raporu

k=11 kosulunda modelin genel dogrulugu %95,96’ya diismiis, 6zellikle otobiis ve
motosiklet siniflarinda duyarlilik degerlerinin azaldigi gozlenmektedir. Bu durum, fazla
komsunun karara katilmasiyla nadir siniflarin baskin smiflara dogru yanlis etiketlenme

egilimini artirdigin1 gostermektedir.
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Veri boywtu: (571838, 3) (571828, )
# MM efitimi (fit) bagliyer_

B Dogruluk: 8.9536

M sinif Barly Rapor:

precision

car 8.96
pedestrian 8.95
(=Tt 8.93

truck 8.97
motorcycle 883
barrisr 8.97
bicyele rack @99

BECUFBCY
RACrD Vg
welpghted awg

Sekil 37. K =11 i¢in sinif bazli dogruluk raporu

Veri boyutu: (571838, 3) (571838,)
# KMN efitimi (fit) baslivor-

B Dogruluk: 9.9616
M Sanif Bazli Rapor:
precision recall Fl-score

car 06 .96 .96

pedestrian .95 .94 .94
bus .94 -89 .91
truck .97 .97 .97

motorcycle -8 -89 oy
barrier 97 -99 .98
bicycle rack . . 1.00

aCCUracy - 96
maCro aveg c c .93
weighted ave - - .06

Sekil 38. K = 7 i¢in siif bazli dogruluk raporu

k=7 kosulunda dogruluk oranit %96,16 olarak bulunmus ve bu deger k=11"e gore
daha yiiksek performans saglamistir. Ancak yine de az Ornege sahip siniflarda k=3’e
kiyasla daha diigiik duyarlilik degerleri elde edilmisti. KNN deneylerinde model
performans:1 sadece dogruluk iizerinden degil, ayn1 zamanda IoU metrigi ile de
degerlendirilmistir. IoU, tahmin edilen ve gercek etiket kiimelerinin kesisim—birlesim

oranini 6lgen bir metriktir.
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Sekil 39. Sinif bazli IoU degeri

Calismanin bu asamasinda KNN i¢in hesaplanan IoU degerleri siniflar arasinda
farklilik gdstermistir. Ornegin araba, kamyon, bariyer ve bisiklet rafi siniflarinda IoU 90%
lizeri basar1 saglarken Ornek sayisi bu siniflara gére daha az olan otobiis ve ozellikle
motosiklet siniflarinda belirgin diisiisler goriilmektedir. Bu durum, KNN’in nadir siniflar
siirl komsu bilgisiyle ayirt etme gilicliiglinii ortaya koymaktadir.

Genel ortalama alindiginda KNN’in mloU degeri yaklasik olarak %89 olup bu deger
siif bazli farkliliklara ragmen modelin genel olarak giiglii bir siniflandirma yetenegine
sahip oldugunu goéstermektedir. Ancak dogruluk metrigi olan k=3 ile karsilastirildiginda
IoU degerlerinin daha diisiik oldugu gozlenmistir. Bu nedenle, deneylerin geri kalaninda
IoU yerine dogruluk metrigi baz alinmistir. Ancak sinif bazli performans farkliliklarini
daha net gorebilmek i¢in IoU ek analiz araci olarak kullanilmigtir. k=3 kosulu hem en
yiiksek dogrulugu saglamis hem de IoU sonuglarinda daha dengeli bir dagilim gostermistir.
Dolayisityla KNN modeli, dogruluk metrigi baz alinarak k=3 parametresi ile ¢alismanin ana

deneylerine dahil edilmistir.
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Confusion Matrix (Normalized) - KNN (k=3)
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Sekil 40. K = 3 i¢in karisiklik matrisi

Sekil 40’ta sunulan karigiklik matrisi, modelin smif bazli basarilarini ayrintili
bigimde ortaya koymaktadir. Normalize edilmis matrise gore araba smifi %96 oraninda
dogru tahmin edilmistir. Yaya sinifinda %95 basar1 elde edilmistir ancak az sayida 6rnek
araba olarak yanlis smiflandirilmistir. Otobiis sinifi %92 dogrulukla tahmin edilmistir
ancak bazi orneklerin kamyon smifi ile karigtirildigr gézlenmistir. Kamyon sinifinda
%97°1ik yiiksek dogruluk dikkat goziikmektedir. Motosiklet smifinda ise basart %76’ya
diismiistiir bu durum, smifin diisiik 6rnek sayis1 sebebiyle modelin kararsiz kalmasindan
kaynaklanmaktadir. Bariyer ve bisiklet rafi siniflarinda ise model %99’a varan yiiksek
dogruluk elde etmistir. Bu tablo, KNN modelinin 6zellikle diisiik 6zellikli siniflarda hata

yapma egiliminde oldugunu, ancak genel olarak giicli bir smif ayrimi sagladigini

gostermektedir.



59

Veri boyutu: (571838, 3) (571838,)
# KMN effitimi (Fit) basliyor_

B pDogruluk: 8.9636

F Sinaf Barly Rapor:

precision recall fl-score

Cair B.96 B.56
pedestrian B.96 8.95
s B.94 8.92

truck B8.97 8.97

motorcycle B.84 8.76
barrier 8.98
bicyele rack 1.88

BECUFBCY
mACrO Evg
welghted svg

Sekil 41. K= 3 i¢in sinif bazli kesinlik/ duyarlilik/ F1 skor

Sekil 41°de smif bazli kesinlik, duyarlilik ve F1 skorlar1 karsilastirilmistir. Arag,
kamyon bariyer gibi baskin siiflarda tiim metriklerde %95 iizeri yiikksek performans elde
edilmistir. Yaya sinifinda kesinlik %96, duyarlilik %95, F1 ise %95 olarak olgiilmiis ve
dengeli bir sonug vermistir. Otobiis sinifinda kesinlik %94, duyarlilik %92 olup, duyarlilik
degerinin daha diisik kalmasi bu smifin daha c¢ok yanlig irettigini gostermektedir.
Motosiklet smifinda kesinlik %84 olmasina ragmen duyarlilik %76°da kalmistir bu da
modelin motosikletleri ¢ogunlukla diger siniflarla karistirdigini ortaya koymustur.

K=3 parametresiyle ¢alisan KNN modeli, %96.36 genel dogruluk ve biiyiik siniflarda
oldukg¢a yiiksek basar1 gostermistir. En zayif performans, ornek sayisinin azligi nedeniyle
motosiklet sinifinda gorilmistiir. Karigiklik matrisleri ve smif bazli  metrikler
incelendiginde modelin genelleme yeteneginin gii¢lii oldugu ve siniflar arasinda dengeli bir

performans sundugu goriilmektedir

2.8.5. PointNet — Mini Yontemi ile Deneysel Sonuclar

Bu ¢alismada kullanilan yontemlerden biri PointNet Mini modelidir. Bu model ile 7

siif igin test kiimesinde 25 epoch ile %84.95 dogruluk elde edilmistir.
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Sekil 42. PointNet-Mini sinif bazli dogruluk raporu

Siniflara gore performans sonucu incelendiginde araba siifinda modelin F1 skoru
%77 diizeyinde oldugu goziikkmektedir. Kesinlik yiiksek olmasina kargin duyarlilik
degerinin %73’e gerilemesi, otomobillerin bir kisminin diger smiflarla karistirildigini
gostermektedir. Yaya sinifinda da araba ile benzer bir durum géziikmektedir. Kiigiik nesne
boyutu ve Lidar nokta yogunlugunun diisiik olmasi nedeniyle model yaya 6rneklerinin bir
boliminii kagirmigtir. Otobiis sinifinda duyarlilk %87,5 seviyesindedir. Bu durum
modelin otobiisleri kagirmadigini, ancak kesinlik %83 seviyesinde kaldigi i¢in bazi yanlis
tahminler irettigini gostermektedir. Kamyon sinifinda F1 skoru %88 olup kesinlik ve
duyarlilik degerleri dengeli kalmistir. Model, kamyonlar1 otobiislere gore daha dogru ayirt
edebilmistir. Motosiklet sinifi digerlerine nazaran daha diisiik basariya sahiptir. Burada
kesinlik %76°da kaldig1 goziikmekte yani bazi ornekler hatali bigimde motosiklet olarak
simiflandirilmistir. Bariyer sinifi F1 = %89 ile yiiksek bir basariya sahiptir. Bu deger
duyarlhilik degeri olan %94 ile modelin bariyerleri kagirmadan dogru etiketleyebildigini
gostermektedir. Bisiklet rafi smifinda ise %98 F1 ile yiiksek dogruluk basarisi elde
edilmistir.

Sonuglara bakildiginda, az 6rnekli siniflarda kesinlik dististi, fazla 6rnekli siniflarda

ise duyarlilik diisiisii goriilmektedir. Bu durum veri dengesizligi ile iliskilidir.
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Confusion Matrix (Counts) - PointNet Mini (7-class)
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Sekil 43. PointNet-Mini 7 smif i¢in karisiklik matrisi

Say1 temelli matriste siiflar arasi karismalar1 gorsellestirilmistir. Burada 6zellikle

araba ve yaya siniflarinin birbirine karigtigi, otobiis sinifinin ise bazi 6rneklerinin kamyon

olarak etiketlendigi goriilmektedir.
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Sekil 44. 7 smif i¢in normalize edilmis karisiklik matrisi
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Normalize edilmis karigiklik matrisi incelendiginde bu durum daha net
goziikmektedir. Ornegin, yaya sinifi %68 dogrulukla tanimlanirken, %10 otobiis ve %9
bariyer sinifina hatali kaymistir. Benzer olarak, araba smifi %73 dogrulukla tanimlanmus,
ancak %7 yaya ve %7 bariyer ile karismistir. Bu kod ¢iktisinda kii¢iik nesnelerin ve benzer
geometrik  Ozelliklere sahip siniflarda  modelin  ayrim  yapmakta zorlandigini

gosterilmektedir.
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Sekil 45. PointNet-Mini Kayip Grafigi

Egitim siireci incelendiginde egitim ve dogrulama kayiplarinin baslangigta ytiksek
seviyelerde basladigi, oOzellikle ilk 10 epoch boyunca hizli bir diisiis gosterdigi
goriilmektedir. Bu durum, modelin veri igerisindeki dongiileri kisa siirede Ggrenmeye
basladigini ortaya koymaktadir. Epoch sayisi arttikca kayip degerlerinin yavagladigi ve
yaklasik 20. epoch sonrasinda 0.4-0.5 bandinda sabitlendigi goriilmektedir. Egitim ve
dogrulama kaybi1 egrilerinin birbirine yakin seyretmesi, modelin asir1 uyum yapmadigin

kanitlamaktadir.
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Sekil 46. PointNet Mini dogruluk grafigi

Dogruluk grafigi de benzer sekilde diizenli bir O6grenme siireci sunmaktadir.
Baslangigta %5565 seviyelerinde olan dogruluk, ilk 15 epoch igerisinde hizli bir artig
gostererek %8085 seviyelerine kadar ¢ikmistir. Bu noktadan sonra dogruluk egrisi yatay
bir seyir izlemis ve yaklasik 25 epoch sonunda dogrulama dogrulugu %85 seviyesinde
sabitlenmistir. Egitim ve dogrulama dogruluklarimin birbirine yakin olmasi, modelin
sadece egitim verisine ezber yapmadigini, ayn1 zamanda dogrulama verisinde de tutarl bir
basar1 gosterdigini ortaya koymaktadir.

Sonug olarak, kayip ve dogruluk grafiklerinden elde edilen bulgular, PointNet
Mini’nin nuScenes Lidarseg-mini veri seti tzerinde istikrarli bir O6grenme
gerceklestirdigini %85 civarinda dogrulama dogruluguna ulasarak gilivenilir bir performans

sergiledigini gostermektedir.

2.8.6. CNN Yontemi ile Deneysel Sonug¢lar

Calismada kullanilan modelde, nokta bulutlarinin diizenli grid yapisina
donistiiriilmesi yerine dogrudan nokta koordinatlart kullanilmis ve veriler 1B CNN
mimarisi ile islenmistir. Egitim silirecinde Batch Normalization, Dropout ve class
weighting teknikleri uygulanarak hem asir1 uyum riski azaltilmis hem de az ornekli
simiflarin daha dengeli 6grenmesi saglanmistir. Model, tiim veri seti iizerinde 40 epoch
boyunca egitilmis ve sonuglar hem dogruluk hem de IoU metrikleri {izerinden
degerlendirilmistir. Ozellikle araba ve kamyon gibi veri yogun siniflarda yiiksek bagari

elde edilirken, az 6rnekli siniflarda performansin daha diisiik kaldig1 gézlemlenmistir.
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Sekil 47. CNN smif bazli basar1 raporu

Sekil 47°de CNN modeliyle yapilan deneylerde elde edilen sinif bazli performans
metrikleri sunulmustur. Genel dogruluk degeri %83 seviyesinde gerceklesmistir. Ozellikle
kamyon ve araba smiflar1 gibi verisi yogun smiflarda model yiiksek basari saglamistir.
Buna karsin, motosiklet ve bisiklet rafi smiflar1 gibi az O6rnek igeren siniflarda
performansin belirli bir sekilde diistiigii goriilmektedir. Bu durum, veri dengesizliginin

CNN tizerinde etkili oldugunu gostermektedir.

Corfusion Matrix (Counts) - CNY Confuson Matrix (Normakzed) - CNN
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Sekil 48. CNN 7 simif i¢in karisiklik matrisi

CNN modeline ait say1 bazli karigiklik matrisi incelendiginde her sinif i¢in dogru ve
yanlis tahmin edilen 6rneklerin mutlak sayisim1 verilmektedir. Burada 6zellikle araba ve
kamyon siniflarinda digerler siniflara gére daha dogru tahminler elde edilmistir. Ancak bu

siiflarin az da olsa yaya veya diger siniflarla karistig1 da goriilmektedir.
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Gorsele ek normalize edilmis karisiklik matrisi incelendiginde tahmin performansini
oran bazinda gostermektedir. Normalize edilmis matriste en belirgin fark araba ve kamyon
smiflarinda yiiksek dogruluk oranlarmin elde edilmis olmasidir. Ancak motosiklet ve
bisiklet rafi siniflarinda modelin zorluk yasadigi goriilmektedir. Motosiklet sinifinda %93
oraninda dogru tahmin yapilmasina ragmen, disiik kesinlik degerleri bu smifa farkli
siiflardan hatali 6rneklerin atandigin1 gostermektedir. Benzer sekilde, bisiklet rafi sinifi
sayica kiigiikk oldugundan modelin bu smifi 6grenmesi giliclesmis, ancak tespit edilen
orneklerin neredeyse tamami dogru siniflandirilmigtir. Bariyer sinifi ise normalize edilmis
matriste %99’a yakin dogruluk orani ile One ¢ikmaktadir. Bu durum, bariyerlerin
geometrik yapilarinin diger siniflardan kolayca ayrilabildigini ve modelin bu siifi yiiksek
giivenle taniyabildigini gostermektedir. Genel olarak karisiklik matrisi sonuglar, CNN
modelinin veri yogun simiflarda yiiksek basari sagladigini ancak nadir siniflarda smif
dengesizligi nedeniyle sinirli performans gosterdigini ortaya koymaktadir. Bu durum,
egitim siirecinde kullanilan class weight uygulamasinin etkili olsa da Ornek sayisi ¢ok
diisiik siniflarda nedeniyle sinirlt performans gosterdigini ortaya koymaktadir. Bu durum,
egitim siirecinde kullanilan class weight uygulamasmin etkili olsa da ornek sayisi ¢ok

diistik siniflarda tamamen yeterli olmadigint géstermektedir.

Siningazl Frecision / Recall / F1 = CHN

W Precition
B Recall
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Sekil 49. Cnn her smif igin skor degerleri

Sekil 49’da goriilen gubuk grafikte CNN modelinin her sinif i¢in kesinlik, duyarlilik
ve Fl-skoru degerleri gosterilmektedir. Bu kod ¢iktis1 ile modelin siniflar bazinda giiclii ve
zayif yonleri net bir sekilde gézlemlenebilmektedir. Ornegin araba smifinda kesinlik degeri
%90 ile oldukea yiiksekken, duyarlilik degeri ise %76 seviyesinde kalmistir. Bu durum,

modelin otomobil sinifina ait tahminlerde dogruya ¢ok yakin oldugunu ancak bazi gergek
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otomobilleri diger siniflar ile karistirdigini gostermektedir. Yaya sinifinda duyarlilik %78
ile giiglidiir, fakat kesinlik %56 seviyesinde kalmistir. Bu sonu¢ modelin ¢ogu yaya
ornegini dogru tespit ettigini ancak yanlis pozitiflerin sayisinin da yiiksek oldugunu ortaya
koymaktadir. Otobiis sinifi, duyarlilik agisindan %98 ile en yliksek basariya sahiptir.
Ancak kesinlik degeri %36’ya kadar dismiistiir. Yani otobiislerin neredeyse tamami
yakalanmig olsa da ¢ok sayida farkli sinif hatali olarak otobiis kategorisine atanmuistir.
Kamyon simifi, hem kesinlik %99 oran1 hem de duyarlilik %88 orani ile dengeli ve yliksek
basar1 gostermistir. Bu sonug, kamyonlarin geometrik olarak diger siniflardan daha net
ayrilabildigini gostermektedir. Motosiklet sinifi, duyarlilik agisindan %93 gibi oldukca
yiiksek bir basariya sahip olmasina ragmen kesinlik degeri %11°de kalmistir. Bu sinifta
model bir¢ok gercek motosikleti dogru tahmin etse de farkli siniflardan hatali atamalar
yapilmistir. Bariyer sinifi, kesinlik %71 ve duyarlilik %99 degerleri ile giiglii performans
sergilemistir. Ozellikle duyarlilk degerinin yiiksekligi, bariyer orneklerinin model
tarafindan gozden kagirilmadigini ortaya koymaktadir. Bisiklet rafi sinifinda duyarlilik
%100 seviyesindedir, ancak kesinlik %43’te kalmistir. Bu durum, modelin tim bisiklet
park yerlerini dogru yakaladigini ancak farkli siniflardan gelen bazi noktalar1 da bu
kategoriye yanlis atadigini gostermektedir.

Genel olarak incelendiginde, grafik modelin baskin siniflarda daha dengeli ve yiiksek
performans sergiledigini ancak nadir smiflarda ise hatali simif atamalarinin arttigini
gostermektedir. Bu tablo, veri dengesizliginin CNN performansini dogrudan etkiledigini ve

ozellikle kesinlik degerlerinde ciddi farkliliklara yol agtigini ortaya koymaktadir.
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Sekil 50. Sinif bazli IoU degeri

Sekil 50°de CNN modelinin sinif bazinda Intersection over Union (IoU) skorlarini
gostermektedir. IoU metrigi, nesne tanima ve segmentasyon problemlerinde sik¢a
kullanilan, tahmin edilen alan ile gercek alanin kesisim ve birlesim oranini 6lgen bir
degerlendirme kriteridir. Bu ¢alismada, IoU degerleri her siif i¢in ayr1 ayr1 hesaplanmis
ve ayrica ortalama IoU degeri de elde edilmistir.

Sonuglar incelendiginde kamyon sinifi, %87,22 gibi oldukga yiiksek bir loU degerine
ulasarak en basarili sinif olmustur. Bu durum, kamyonlarin geometrik yapilarmin diger
siniflardan daha belirgin olmasiyla agiklanabilir. Araba smifi da %69,70 IoU ile giiclii bir
performans sergilemistir. Bu deger, modelin araclar1 yiiksek dogrulukla ayirt edebildigini
gostermektedir. Bariyer smifinda elde edilen %70,69’luk IoU degeri, bariyerlerin yapisal
ozelliklerinin model tarafindan kolayca Ogrenilebildigini ortaya koymaktadir. Yaya ve
otobiis smiflarinda ise performans %48,65 ve %35,38 ile digerlerine gore daha diisiiktiir.
Bunun temel nedeni, bu smiflarin nokta bulutu i¢indeki temsil oranlarmmin daha diisiik
olmasi ve geometrik ¢esitlilikten kaynaklanan zorluklardir. Motosiklet sinifi, yalnizca
%11,21 10U ile en zayif sonucu vermistir. Bu deger, motosikletlerin nokta bulutunda diisiik
yogunluklu ve kiiciik yapilara sahip olmasi sebebiyle model tarafindan ayirt edilmesinin
zorlagtigin1 gostermektedir. Bisiklet rafi sinifinda ise %42,73 IoU elde edilmistir. Bu
sonug orta seviyede bir basariya isaret etmekte, ancak sinirli 6rnek sayis1 nedeniyle hatali
atamalarin etkili oldugunu gostermektedir. Ortalama IoU degeri %52,23 olarak

hesaplanmistir. Bu deger, CNN modelinin genel olarak orta seviyede bir alan Ortiisme
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basarist sagladigini gostermektedir. Ancak bazi siniflarda yiiksek IoU degerleri elde
edilirken, oOzellikle kiiciik ve nadir smiflarda performans disilisleri goriilmiistiir. Bu
CNN’in kiigiik smiflar1 ayirt etmede zorlandigimi ortaya koymaktadir. Bu sorunu
hafifletmek amaciyla caligmada class weight yaklagimi kullanilmistir. Yani, her smifin
egitim sirasinda modele katkisi, veri setindeki drnek sayisi ile ters orantili olacak sekilde
ayarlanmigtir. Bu yontem, nadir siniflarin daha fazla 6nemsenmesini saglamis ve modelin
bu smiflar i¢in kismen daha yiiksek basariya ulagsmasina yardimei olmustur.

Buna ragmen, CNN’in Ozellikle kii¢iik nesneler iizerinde IoU degerlerinin diisiik
kalmast, bu tiir siniflar i¢in ileri seviye veri artirma yontemleri veya nokta tabanli derin

O0grenme mimarilerinin daha uygun olabilecegini gostermektedir.
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Sekil 51. Cnn modeli egitim ve dogrulama grafigi

Sekil 51°de CNN modelinin egitim ve dogrulama icin elde edilen kayip ve dogruluk
egri grafikleri goriilmektedir. Kayip grafigi incelendiginde baslangigta hem egitim hem
dogrulama kaybinin 1.2°nin iizerinde basladigi ve ilk birka¢ epoch igerisinde hizli bir
sekilde diisiis gosterdigi goriilmektedir. 10. epoch’tan sonra kayiplar daha yavas bir sekilde
azalmaya devam etmis ve yaklasik 0.3—0.4 seviyelerinde dengelenmis oldugu goriilmiistiir.
Grafik incelendiginde egitim ve dogrulama kaybi1 arasinda belirgin bir kopma
goriilmemektedir. Bu durum, modelin asir1 6grenme yapmadigini, genel olarak kararli bir
ogrenme siireci izledigini gostermektedir. Dogruluk grafigi incelendiginde egitim
dogrulugunun ilk epoch’ta %60 seviyesindeyken, 10. epoch civarinda %75’e ulastig
goriilmektedir. Dogrulama dogrulugu ise benzer bir egilim gostermis ve bazi
dalgalanmalara ragmen egitim dogruluguna yakin seyretmistir. Bu dalgalanmalar,

dogrulama setinin bazi siniflarindaki 6rneklerin azlig1 ve dengesizligiyle aciklanabilir. Son
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epochlarda egitim dogrulugu %81, dogrulama dogrulugu ise %83 seviyesine ulagmistir.
Egitim ve dogrulama dogruluklarinin birbirine yakin olmasi, modelin genelleme
kabiliyetinin yiiksek oldugunu gostermektedir.

CNN modeli, yaklasik 40 epoch boyunca istikrarli bir sekilde 6grenme gostermistir.
Hem kayip hem dogruluk egrilerinde gozlenen paralellik, modelin asir1 6grenme veya
yetersiz uyum sorunu yasamadigini ve hiperparametre sec¢imlerinin uygun oldugunu
kanitlamaktadir. Dogrulama setindeki kiigiik dalgalanmalar kiigiik smiflarda modelin

zorlandigini gosterse de genel performansi etkileyecek diizeyde degildir.

2.9. Ek Denemeler ve Deneylere Dahil Edilmeyen Calismalar

Bu boliimde calisma kapsaminda yapilmis ancak asil deneylere eklenmemis olan

calismalara yer verilmistir.

2.9.1. Lidar Nokta Bulutu ve Kamera Goriintiileri Eslestirme Denemeleri

Bu calismada, ek analiz olarak Lidar nokta bulutu verileri ile kamera goriintiileri
eslestirilmeye c¢alisilmistir. Burada amag¢ siniflandirma sonucunda elde edilen 3B
noktalarin kamera diizleminde gorsel olarak dogrulanmasi olmustur. NuScenes veri setinde
her kamera i¢in kalibrasyon parametreleri saglandigindan, teorik olarak her Lidar noktasi
kamera koordinat sistemine dOniistiiriilebilmekte ve ilgili gorlintli pikseline
yansitilabilmektedir. Denemede her bir Lidar noktasi oncelikle sensorler arasi doniisiim
matrisleri kullanilarak kamera koordinat sistemine c¢evrilmistir ardindan kamera ig
parametreleri yardimiyla 2B goriintii diizlemine aktarilmistir. Boylece smiflandirilmig
Lidar noktalarinin, ger¢ek goriintiide hangi piksellere karsilik geldigi elde edilmistir.

Denemeler yaya sinifi 6ncelikli olmak tizere farkli nesne siiflari i¢in yapilmistir.
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[1 LiDAR - Goruntu Projeksiyonu (pedestrian)
-

« pedestrian

Sekil 52. Yaya sinifina ait noktalarin 6n kamera goriintiileri ile eslesmesi

Sekil 52°de yaya smifina ait Lidar noktalarinin 6n kamera goriintiisii {izerine
yansimast gosterilmektedir. Beklenen durum, yaya konumunda kiimelenmis noktalarin
goriintiideki yaya bolgesi ile ortiismesidir. Ancak noktalarin biiylik cogunlugu yol iizerinde
veya yanlis konumlarda gorsellesmistir. Bu durumun temel sebebi, Lidar ve kamera
sensorlerinin arag iizerinde farkli ylikseklik ve acgilarda konumlanmis olmasidir. Araglarda
kameralar, Lidar sensoriine gore daha yukarida yer almakta, bu da eslesme sirasinda

perspektif sapmalarina yol agmaktadir.
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CAM_BACK_LEFT — Nokta: (1076, 480)

Sekil 53. Arka sol kamera goriintiisiinde yaya noktasinin eslesmesi

Benzer sekilde Sekil 53’te yaya smifina ait bir noktanin arka sol kamera
goriintlisiinde projeksiyonu goriilmektedir. Noktanin yaya iizerinde konumlandigi goziikse

de sapma dikkat cekmektedir.

CAM_BACK_LEFT — Nokta: (1077, 480)
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Sekil 54. Karanlik ortamda Lidar noktasinin kamera goriintiisiine eslesmesi

Sekil 54 ise gece kosullarinda elde edilmis bir 6rnegi gostermektedir. Burada diisiik
151k ve kamera giiriiltiisii nedeniyle Lidar noktalarmin projeksiyonu gorsel olarak ayirt

edilemez hale gelmistir. Kamera gorintisiindeki kalite dusiikligi Lidar verisinin
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dogrulanmasini daha da zorlagtirmistir. Bu denemenin deneylere koyulmamasinin
sebepleri arasinda kamera ve Lidar’in farkli yiiksekliklerde ve agilarda monte edilmesi ile
nokta bulutu ve goriintii arasinda tam hizalanmama sorununun olmasi, veri setinde zaman
damgalar1 eslesse bile hizli hareket eden nesnelerde projeksiyon hatalarinin biiyiimesi,
gece sahneleri veya parlak 151k kontrastlarinin kamera verisinin kalitesini diisiirmesi ve
eslesmenin dogrulanmasini zorlastirmasi1 yer almaktadir. Bu nedenlerle, Lidar—kamera
eslestirme caligmalar1 deneylerin ana gdvdesine dahil edilmemistir. Elde edilen ¢iktilar,
sensOr fiizyonunun 6nemini gostermekte, ancak kullanilan basit projeksiyon yaklagimi

NuScenes-mini alt kiimesinde yeterli basariy1 saglayamamustir.

2.9.2. Extra Tree (Karar Agaclarr) Yontemi ile Deneme

Bu calismada ayrica, Rastgele Orman (Random Forest, RF) algoritmas: ile aym
aileden gelen Extra Trees (Extremely Randomized Trees) yontemi de denenmistir. Extra

Trees, RF’den farkli olarak agag¢ yapisini olustururken daha fazla rastgelelik icermektedir.

Ozellik Onemleri {ExtraTr‘E'ES}

Onem

= W z

Sekil 55. Ozellik énemleri grafigi

Sekil 55’te goriilen 6zellik dnemleri grafigi, modelin nokta bulutu 6zniteliklerinden
Ozellikle x ve y koordinatlarint ayirt edici buldugunu gostermektedir. X ekseni yaklasik
%45, y ekseni %38 onem tasirken, dikey konum bilgisini temsil eden z ekseni yalnizca
%15 katki saglamigtir. Bu durum, nesne siniflandirmada yatay diizlemdeki konumun daha

baskin bir rol oynadigin1 gostermektedir.
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ExtraTrees — Dogru (yesil) / Yanhs (kirmizi) Siniflandirilan Noktalar (3B)

Dogru
© Yanhs

Sekil 56. Dogru ve yanlis siniflandirilan noktalar

Sekil 56°da yer alan 3B gorsellestirmede dogru siniflandirilan noktalar yesil, yanlis
siniflandirmalar ise kirmizi renk ile gosterilmistir. Bu kod ¢iktisinda modelin genel olarak
yogun bdlgelerde basar1 sagladigi ancak kenar gibi zor bolgelerde ve kiigiik nesnelerde ¢cok
sayida yanlis tahmin yaptigi goriilmektedir. Ozellikle otobiis ve motosiklet smiflarinda

yanlis etiketlemeler belirgin olarak goziikmektedir.
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ExtraTrees — Tahmin Edilen Sinifa Gére 3B Nokta Bulutu

Tahmin Sinifi
truck
car
barrier
pedestrian
bus
motorcycle
bicycle_rack

£

Sekil 57. Tahmin edilen siniflara gore 3B nokta bulutlari

Sekil 57°de modelin tahmin edilen siniflara gére 3B nokta bulutu gosterilmektedir.
Farkli renkler farkli smiflar1 temsil etmekte olup, gorsellestirme otobiis ve kamyon gibi

smiflarin  cakistigin1  goziikmektedir. Bu da modelin benzer geometrik yapiya sahip

vaeh_s

nesneleri ayirt etmekte zorlandigini gostermektedir.
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Sekil 58. Sinif bazli dogruluk grafigi
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Sekil 58’de sinif bazli dogruluk oranlari incelendiginde, araba, yaya ve kamyon
smiflarinda yiiksek dogruluk elde edildigi, ancak motosiklet sinifinda basarinin %95’in
altina distligii goriilmektedir. Bu durum kiiciik 6rnekli siniflar i¢in modelin kararsizligini
ortaya koymaktadir.

Extra Trees siniflandirma yontemi diger yontemlere gore hizli egitim siiresi ve
Oznitelik Onemlerinin kolay yorumlanabilirligi agisindan avantaj saglamistir. Ancak
modelin performanst Random Forest ile karsilastirildiginda dogruluk oranlarinda iiztiin bir
Ozellik gostermemistir. Bu nedenle, Extra Trees algoritmast Random Forest ile ayn1 karar
agaclart ailesinden geldigi icin ve tekrarlayict sonuglar sundugundan dolay asil deneysel

kargilastirmalara dahil edilmeyerek ek denemeler basligi altinda raporlanmistir



3. BULGULAR VE TARTISMA

3.1. Deney Diizeni

Bu calismada yapilan deneylerin temel amaci, Lidar nokta bulutu verilerinin
simiflandirilmas: i¢in farkli makine 6grenmesi ve derin 6grenme tabanli ydntemlerin
performansini karsilagtirmali olarak degerlendirme olmustur. Deneyler boyunca ayni veri
kiimesi, ayn1 smif sayisi, ayn1 siniflar ve benzer giris Ozellikleri kullanilarak yontemler
arasinda adaletli bir kiyaslama yapilmasina 6zen gosterilmistir. Bu yaklagim sayesinde her
algoritmanin gii¢lii ve zayif yonleri, dogrudan ayni kosullar altinda gozlemlenebilmistir.

Deneylerde kullanilan veri kiimesi, nuScenes lidarseg-mini alt kiimesinden elde
edilmistir. Veri, toplamda araba, yaya, otobiis, kamyon, motosiklet, bariyer ve bisiklet rafi
olmak tizere 7 farkli sinifa ait noktalardan olusmaktadir. Bu smiflar, otonom siiriis
uygulamalar1 agisindan 6neme sahip olup, farkli boyutlarda ve farkli yogunluklarda
dagilima sahiptir. Ornegin, araba ve kamyon gibi smiflar yiiksek sayida 6rnege sahipken,
motosiklet ve bisiklet rafi siniflar1 diger siniflara gére daha az sayida ornekle temsil
edilmistir. Bu durum, simif dengesizligi sorununu ortaya c¢ikarmis ve deneylerin
tasariminda dikkate alinmas1 gereken 6nemli bir unsur haline gelmistir.

Verilerde her nokta yalnizca x, y, z koordinat bilgisiyle temsil edilmistir. Yani
yogunluk veya diger sensor 6zellikleri kullanilmamis, tim yontemler i¢in ayni girdi yapisi
tercih edilmistir. Bunun nedeni, yontemlerin Ozellikle ham geometrik bilgiyi nasil
isledigini gérmek ve farkli algoritmalar arasinda dogrudan karsilagtirma yapabilmektir.
Boylece ek oOzniteliklerin etkisi degil, yontemlerin kendine 6zgli 6grenme kapasiteleri
degerlendirilmistir.

Veri 0n isleme asamasinda nokta bulutlar1 egitim, dogrulama ve test setleri olarak
tice ayrilmistir. Bu ayrim stratified sampling yontemi ile yapilmistir. Stratified sampling,
her bir sinifin oransal dagiliminin hem egitim hem de test setinde korunmasini sagmis ve
ozellikle motosiklet ve bisiklet rafi gibi dengesiz siniflarda bu yontem kullanilmadiginda,
az ornekli siniflarin test setinde hi¢ yer almamasi gibi sorunlar yasanabilmistir. Bu nedenle
stratified sampling, sonuglarin giivenilirligi ve genellenebilirligi agisindan 6nemli bir rol

oynamistir.
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Egitim silirecinde bazi yontemlerde dengesizligi dengelemek icin ek stratejiler
uygulanmistir. Ornegin, MLP modelinde dogrudan sinmif agirliklandirmas: desteklenmedigi
igin asir1 6rnekleme kullanilmistir. Bu sayede az sayida ornege sahip siniflar ¢ogaltilarak
modelin bu smiflar1 6grenme kapasitesi artirtlmistir. EK olarak, denemelerde CNN
modelinde dengesizlik sorunu class weight parametresi ile ¢ozlilmeye calisiimistir.
Boylece nadir siniflara daha yiiksek bir agirlik verilmis bu sayede modelin bu siiflar1 goz
ard1 etmesi engellenmistir.

Deneylerde kullanilan yontemler hem makine 6grenmesi hem de derin 6grenme
yontemlerinden segilmistir. Makine 6grenmesi tarafinda KNN, Random Forest ve sklearn
MLP degerlendirilirken derin 6grenme tarafinda ise PointNet Mini, 1B CNN ve Keras
tabanli MLP test edilmistir. Bu se¢im sayesinde geleneksel yontemlerle modern derin
O6grenme mimarilerinin ayni veri iizerinde ne 6lgiide basarili olduklar1 incelenebilmistir.
Ayrica, MLP hem sklearn uygulamasi hem de derin 6grenme versiyonu ile ¢aligtirilmistir
ve boylece ayni yontem ailesinin farkli uygulamalarinin sonuglari da kiyaslanmistir.

Her yontemin egitim parametreleri, veri setinin bilyiikliigii ve donanim kisitlar1 goz
oniine alinarak ayarlanmistir. Ornegin, KNN’de farkli k degerleri (3, 7, 11) denenmis ve en
iyl sonu¢ k=3 ile elde edilmistir. CNN modelinde egitim 40 epoch ile siirlandirilmis,
erken durdurma stratejisi kullanilarak asir1 uyum engellenmistir. PointNet Mini ise
hesaplama maliyetini diisiirmek amaciyla 25 epoch boyunca egitilmistir.

Sonug olarak, deney diizeni tasarlanirken her yontem icin hem Colab ortaminda
uygulama kolayligit hem de adaletli karsilastirma kriterleri dikkate alinmigtir. Tim
modeller yalmizca X, Yy, z koordinatlarin1 giris olarak almig, simif dengesizligi farklh
stratejilerle giderilmeye ¢alisilmis ve egitim parametreleri Colab ortaminin sinirlarina gore
optimize edilmistir. Bu sayede elde edilen sonuglarin hem yontemler arasinda hem de

literatiirdeki benzer ¢aligmalarla kiyaslanabilir nitelikte olmas1 saglanmustir.

3.2. Genel Performans Karsilastirmasi

Bu calismada uygulanan farkli makine 6grenmesi ve derin 6grenme yontemleri, ayni
veri kiimesi {lizerinde c¢alistirllarak performanslart karsilastirilmistir.  Calismada
yontemlerin degerlendirilmesinde oncelikli olarak sinif-bazli kesinlik, duyarlilik ve F1-
skorlar ile karisiklik matrisleri kullanilmistir. Nokta bulutu siniflandirmasi ¢alismasinda

goriintii tabanli segmentasyondan farkli olarak piksel veya voxel bazli alan oOrtiismesini
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degil, tek tek noktalarin dogru ya da yanlis siniflandirilmasi saglanmistir. Bu nedenle,
hangi siniflarda bagar1 saglandigin1 ve hangi smiflarda karisiklik yasandigini gérmek icin
en uygun gostergeler bu metrikler olmustur. Ozellikle macro-F1 degeri, drnegin ¢ok
sayida araba kamyon noktasina karsilik, daha az sayida motosiklet veya bisiklet rafi
noktas1 bulunan yani sinif dengesizligi olan kiimelerde daha adil bir degerlendirme
saglamistir. Nokta bulutu smiflandirmasinda asil hedef, tekil noktalarin dogru
etiketlenmesi oldugu i¢in IoU bu c¢alismada diger metrikler gibi zorunlu bir kiyaslama
ol¢iitii olarak ele alinmamustir. Bu yiizden sadece destekleyici bilgi amaciyla kullanilmis ve
bazi deneylerde sinif-bazli IoU sonuglari da raporlanmustir.

Deneyler sonucunda, yontemler arasinda hem genel dogruluk hem de sinif bazl
performans metriklerinde farkliliklar ortaya ¢iktig1 goriilmiistiir. Bu farkliliklarin temelinde
kullanilan algoritmalarin 6grenme becerileri, veri dengesizlikleriyle basa ¢ikma

kapasiteleri ve modelin karmagsikligi gibi faktorler yer almaktadir.

Tablo 4. Uygulanan yontemlerin genel dogruluk performansi

Algoritma Tiird Dogruluk (%) F1-Skoru (%)

Random Forest (RF) Makine Ogrenmesi 97,21 98

K-Nearest Neighbors

(KNN, k=3) Makine Ogrenmesi 96,36 94
ML-MLP Makine Ogrenmesi 90,34 81
DL-MLP Derin Ogrenme 70,17 45

PointNet Mini Derin Ogrenme 84,95 84.7

1B CNN Derin Ogrenme 83 65
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Tablo 4’te uygulanan yontemlerin genel basari sonuglar incelendiginde, Random
Forest yonteminin %97,21 dogruluk ve %98 F1-skoru ile tiim algoritmalar arasinda en
yiiksek basariyr elde ettigi goriilmektedir. Bu durum, RF algoritmasimin karar agaglari
sayesinde karmasik karar smirlarmi 6grenmede oldukga giiglii bir yontem olmasindan
kaynaklanmaktadir.

KNN algoritmasi da %96,36 dogruluk ve %94 Fl-skoru ile oldukga yiiksek bir
performans saglamistir. KNN’nin bu dogruluk basarisi, siniflar arasindaki mesafeleri
dogrudan kullanarak etkili bir karar mekanizmasi kurabilmesine dayanmaktadir.

Makine 6grenmesi tabanli MLP yonteminde ise %90,34 dogruluk ve %81 F1-skoru
ile diger yontemlere nazaran daha miitevazi bir performans goriilmektedir. Bunun temel
nedeni kullanilan MLP mimarisinin digerlerine nispeten daha basit olmast ve karmasik
geometrik iligkileri tam olarak yakalayamamasindan kaynaklanmaktadir.

Derin 6grenme yontemlerine bakildiginda, derin MLP modeli %70,17 dogruluk ve
sadece %45 Fl-skoru ile en diisiik performansi sergilemistir. Bu durum, modelin veri
dengesizligine karsi daha hassas oldugunu ve yeterince karmasik oOzellikleri
yakalayamadigin1 géstermektedir.

Buna karsin, nokta bulutu igin 6zel olarak gelistirilen PointNet Mini modeli %84,95
dogruluk ve %84,7 Fl-skoru ile derin MLP’ye gore daha basarili sonuglar lretmistir.
Ozellikle nokta tabanli girislerle calismasi, uzamsal bilgiyi daha iyi degerlendirmesine
imkan tanimistir. Ancak, kullanilan mini siirlimiin parametre sayisi diigiik oldugu i¢in tam
anlamiyla PointNet performansina ulagilamamistir.

Son olarak, 1B CNN modeli %83 dogruluk ve %65 Fl-skoru ile orta diizeyde bir
performans sergilemistir. CNN’in 6zellik ¢ikarma yetenegi sayesinde kamyon, araba gibi
belirli siniflarda yiiksek dogruluk saglansa da motosiklet, bisiklet rafi gibi dengesiz
smiflarda basaris1 daha sinirli kalmustir.

Bu calismada F1-skoru olarak macro ortalama tercih edilmistir. Bunun nedeni, veri
kiimesinde ciddi sinif dengesizliklerinin bulunmasidir. Ornegin, araba ve kamyon
smiflarinda on binlerce nokta bulunurken, motosiklet ve bisiklet rafi gibi siniflarda nokta
sayist ¢ok daha azdir. Eger sadece agirlikli F1 kullanilsayds, yiiksek 6rnek sayisina sahip
smiflar agirhigi bastiracak ve az ornekli smiflardaki basarisizliklar goz ardi edilecekti.
Macro F1 ise her smifa esit agirlik vererek, az Ornekli siiflarin da performansim
yansitmaktadir. Bu sayede, algoritmalarin yalnizca genel basarisi degil, tiim simiflar

tizerindeki dengeli performansi da degerlendirilebilmistir.
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3.2.1.  Araba Sinifi icin Algoritma Bazh Dogruluk ve F1 Karsilastirmasi

Calismanin bu boliimiinde her bir sinif i¢in farkli algoritmalarin elde ettigi basarilar
ayr1 ayri incelenmistir. Burada amag, yalnizca genel dogruluk degerleri tizerinden degil,
ayni zamanda her sinifin tahmin performansini kesinlik, duyarlilik ve F1 skoru baglaminda
karsilagtirmaktir. Boylece hangi algoritmanin hangi sinifta ne kadar giiglii ya da ne kadar
zayif kaldig1 yorumlanabilmektedir. Oncelikle araba sinifi igin elde edilen sonuglar Tablo

5’te sunulmus ve ¢iktilar karsilastirmali olarak degerlendirilmistir.

Tablo 5. Araba sinifi performans sonuglari

Duyarlilik F1 Skoru
Sinif Algoritma Tiir Kesinlik (%) (%) (%)
Random Makine
Araba Forest Ogrenmesi 97 97 97
Makine
Araba KNN Ogrenmesi 96 96 96
Makine
Araba ML-MLP Ogrenmesi 93 87 90
Derin
Araba DL-MLP Ogrenme 87,6 56 68
Derin
Araba CNN Ogrenme 90 76 82
PointNet Derin
Araba Mini Ogrenme 81,6 73,2 77,2

Tablo 5 incelendiginde Random Forest modeli, %97 kesinlik, %97 duyarlilik ve %97
F1 skoru ile araba sinifinda en yiiksek basariyr gostermistir. Bu sonug, RF algoritmasinin
veri dagilimi i¢inde yogun ve baskin olan araba smifin1 iyi derecede o6grendigini
gostermektedir. KNN algoritmas1 %96 kesinlik, %96 duyarlilik ve %96 F1 skoru ile RF’ye
cok yakin performans gostererek ikinci sirada yer almistir. Bu, KNN’nin 6zellikle biiytik
smiflarda giiclii bir ayirict oldugunu ortaya koymustur. Makine 0grenmesi tabanlt MLP,
%93 kesinlik ve %90 F1 skoru ile iyi denilebilecek sonuglar verirken duyarlilik degerinin

%87°de kalmas1 bazi araba orneklerini kacirdigimi gostermektedir. Derin 6grenme tabanl
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MLP, araba smifinda belirgin sekilde diisik performans sergilemektedir. Duyarlilik
degerinin %56’ya kadar diismesi, modelin araba sinifin1 siklikla yanlis siniflarla
karistirdigin1 gostermektedir. Bu da F1 skorunu %68’e kadar diisiirmiistiir. CNN modeli,
%90 kesinlik ve %82 F1 skoru ile derin 6grenme yoOntemleri arasinda daha dengeli bir
performans sunmaktadir. Ozellikle duyarlilik degerinin %76 olmasi, modelin araba
orneklerinin ¢ogunu dogru tespit ettigini ancak bir kismini yanlis smiflandirdigini
gostermektedir. PointNet Mini, %81,6 kesinlik ve %77,2 F1 skoru ile diger yontemlere
gore daha diisiik basar1 elde etmistir. Bunun nedeni, kullanilan mini versiyonun sinirh
parametre kapasitesidir. Ancak duyarlilik degerinin %73,2 olmasi, modelin araba
orneklerini bliylik oranda dogru tespit ettigini fakat kesinlik agisindan zayif kaldiginm
gostermektedir.

Sonug olarak, araba sinifi i¢in 6zellikle RF ve KNN makine 6grenmesi yontemleri en
yiiksek performansi sergilemistir. Derin 6grenme yontemleri ise araba sinifinda digerlerine
gorece daha diisiik basar1 gostermistir. Bu durum, 6zellikle veri setinde yogun 6rneklere
sahip olan araba sinifinin, aga¢ tabanli ve mesafe tabanli makine dgrenmesi yontemleri

tarafindan daha kolay 6grenildigini ortaya koymaktadir.

3.2.2.  Yaya Sinifi i¢cin Algoritma Bazh Dogruluk ve F1 Karsilastirmasi

Calismanin bu boliimiinde yaya sinifi i¢in algoritmalarin elde ettigi basarilar ayri ayri
incelenmistir. Elde edilen sonuglar Tablo 6’da sunulmus ve ¢iktilar karsilastirmali olarak

degerlendirilmistir.
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Tablo 6. Yaya smifi performans sonuglari
Duyarlilik F1 Skoru
Siif Algoritma Tiir Kesinlik (%) (%) (%)
Random Makine
Yaya Forest Ogrenmesi 98 98 98
Makine
Yaya KNN Ogrenmesi 96 95 95
Makine
Yaya ML-MLP Ogrenmesi 73 94 82
Derin
Yaya DL-MLP Ogrenme 37,7 47 42
Derin
Yaya CNN Ogrenme 56 78 65
PointNet Derin
Yaya Mini Ogrenme 81 67.5 73.6

Random Forest, yaya sinifinda %98 kesinlik, %98 duyarlilik ve %98 F1 skoru ile en
yiiksek basariy1 gostermistir. Bu sonug, RF’nin yaya sinifin1 hem dogru tespit ettigini hem
de yanlhs smiflandirmadan kaginmakta giicli oldugunu ortaya koymustur. Veri
dengesizligine ragmen yayalar1 yiiksek oran ile dogru sekilde ayirabilmesi, modelin karar
agaglar1 iizerinden smif smnirlarini 1yi  6grenmesinden kaynaklanmaktadir. KNN
algoritmasi, %96 Kkesinlik, %95 duyarlilik ve %95 F1 skoruyla oldukga yiiksek bir basari
ortaya koymustur. RF’ye gore biraz daha diigiik olsa da KNN’nin mesafe tabanli yapisi
yayalar1 kiiciik karigikliklarla dogru siniflandirabilmistir. Makine 6grenmesi tabanli MLP,
%73 kesinlik, %94 duyarlilik ve %82 F1 skoru ile orta seviyede bir basar1 gostermistir.
Kesinligin gorece diisiik olmasi, modelin bazi diger siniflari yanliglikla yaya olarak
etiketledigini gosterirken yiliksek %94 duyarhilik degeri ise ¢ogu yayanin dogru tahmin
edilebildigini gostermektedir. Derin 6grenme tabanli MLP %37,7 ile bu smifta oldukga
diisiik performans sergilemistir. Kesinligin %37,7, duyarliigin %47 ve F1 skorunun
%42°de kalmasi, modelin yayalar1 ayirt etmede zorlandigini ve smiflar arast ciddi
karisiklik yasadigii gostermektedir. Ozellikle duyarlihigin diisiik olmasi, yayalarm biiyiik
bir kisminin yanlhs siniflarla karigtirildigint gostermektedir. CNN modeli, %56 kesinlik,
%78 duyarlilik ve %65 F1 skoru ile derin 6grenme tabanli yontemler arasinda nispeten

daha basarili olmustur. Duyarlilik degerinin %78 ¢ikmasi, modelin yayalarin ¢ogunu dogru
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sekilde buldugunu gosterirken kesinligin diisiik olmasi nedeniyle bagka siniflar1 yanliglikla
yaya olarak tahmin ettigi yorumlanabilmektedir. PointNet Mini, %81 kesinlik, %67,5
duyarlilik ve %73,6 F1 skoruyla CNN’den daha farkli bir sonu¢ sergilemistir. Kesinlik
degerinin daha yiiksek olmasi, modelin tahmin ettigi yayalarin ¢ogunun gergekten de yaya
simifinda oldugunu gosterirken duyarliligin %67,5’te kalmas1 bazi yayalarin gdzden
kacirildigin1 ortaya koymaktadir. Bu nedenle PointNet Mini, CNN’e gore daha giivenilir
ancak daha tespitleri daha eksik yapan bir model olarak yorumlanabilir.

Yaya sinifi, araba sinifi gibi daha baskin simiflara kiyasla daha zor bir siniflandirma
sunmustur. Ozellikle RF, KNN gibi makine grenmesi tabanl algoritmalar bu smifta da en
yiiksek performansi géstermis ve neredeyse kusursuz smiflandirma saglamistir. Ancak
derin 6grenme yontemleri daha diisiik performanslar gostermistirler. CNN daha ¢ok yayay1
yakalamig ama yanhis pozitif iretmistir. PointNet Mini ise yayalarda daha segici
davranmistir ancak bazi yayalari atlamistir. DL-MLP ise en zayif sonuclar1 ortaya
koymustur. Bu tablo, derin 6grenme yontemlerinin daha fazla veri ve parametreye ihtiyag
duydugunu gosterirken makine 6grenmesi yontemlerinin ise bu veride daha dogru ve

giivenilir sonuglar verdigini ortaya koymustur.

3.2.3.  Otobiis Sinifi icin Algoritma Bazh Dogruluk ve F1 Karsilastirmasi

Calismanin bu boliimiinde otobiis sinifi i¢in algoritmalarin elde ettigi basarilar ayri
ayr1 incelenmistir. Elde edilen sonuglar Tablo 7°de sunulmus ve ciktilar karsilastirmali

olarak degerlendirilmistir.
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Tablo 7. Otobiis sinifi performans sonuglari

Duyarlilik
Siif Algoritma Tiir Kesinlik (%) (%) F1 Skoru
Random Makine
Otobiis Forest Ogrenmesi 97 96 96
Makine
Otobiis KNN Ogrenmesi 9 92 93
Makine
Otobiis ML-MLP | Ogrenmesi 57 99 73
Derin
Otobiis DL-MLP Ogrenme 17 67.6 27
Derin
Otobiis CNN Ogrenme 36 98 52
PointNet Derin
Otobiis Mini Ogrenme 83 87.5 85

Tablo 7 incelendiginde Random Forest yontemi otobiis sinifinda da en yiiksek
performanst gosteren algoritma olmustur. %97 kesinlik, %96 duyarlilik ve %96 F1
skoruyla model hem otobiisleri dogru tespit etmis hem de diger siniflar1 karigtirmadan
giivenilir tahminler yapabilmistir. KNN algoritmasi %94 kesinlik, %92 duyarlilik ve %93
F1 skoru ile RF’ye yakin bir bagar1 saglamistir. Makine 6grenmesi tabanlit MLP, bu sinifta
%57 kesinlik gibi diisik bir degere karsin, %99 duyarlilik elde edilmistir. Bu sonug
modelin neredeyse tiim otobiisleri dogru yakaladigini, ancak diger siniflardan ¢ok sayida
ornegi yanlislikla otobiis olarak siniflandirdigini gostermektedir. Bu dengesizlik nedeniyle
F1 skoru %73 te kalmistir. Derin 6grenme tabanlit MLP yontemi otobiis sinifinda en zayif
sonuglari tiretmistir. Kesinlik yalnizca %17 duyarlilik ise %67,6 seviyesinde kalmistir. Bu
sonuglar modelin otobiisleri genellikle bulamadigini, buldugu durumlarda da yanlis pozitif
oraninin ¢ok yiiksek oldugunu ortaya koymaktadir. F1 skorunun %27 gibi diisiik bir degere
inmesi, modelin bu sinifta basarisiz oldugunu net bir sekilde gostermektedir. CNN modeli,
%36 kesinlik ve %98 duyarlilik degerleriyle her otobiisii bulmaya ¢alismis ancak bunu
yaparken ¢ok fazla yanlis pozitif iireten bir yaklasim sergilemistir. Duyarliligin ¢ok yiiksek

olmasi, otobiislerin gézden kagmadigin1 gosterirken kesinligin diisiik olmasi, yanlis tahmin
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oraninin yiiksek oldugunu gostermektedir. Bu nedenle F1 skoru %52’ye kadar diismiistiir.
PointNet Mini, %83 kesinlik, %87,5 duyarlilik ve %85 F1 skoruyla CNN ve DL-MLP’ye
gore oldukga basarili olmustur. Model, otobiisleri hem yeterli diizeyde tespit etmis hem de
yanlis siniflandirmalari siirl diizeyde tutabilmistir. Ozellikle CNN’e kiyasla daha dengeli
kesinlik—duyarlilik degerleri sergilemesi goriilmektedir.

Otobiis sinifi, veri miktar1 daha diisiik olan bir kategori oldugu icin algoritmalar
arasinda farkli performanslar gézlenmistir. Makine 6grenmesi yontemleri otobiis sinifinda
da derin 6grenme yoOntemlerine gore distiinliiklerini korumustur. Yiiksek kesinlik ve
duyarhilik degerleriyle neredeyse kusursuz siniflandirma saglamistir. Genel olarak, RF ve
KNN otobiis smifinda en basarili yontemler olurken, PointNet Mini derin 6grenme

tarafinda 6ne ¢ikmistir. CNN ve DL-MLP ise daha zayif kalmistir.

3.2.4. Kamyon Sinifi icin Algoritma Bazh Dogruluk ve F1 Karsilastirmasi

Calismanin bu boliimiinde kamyon sinifi igin algoritmalarin elde ettigi basarilar ayri
ayr1 incelenmistir. Elde edilen sonuglar Tablo 8’de sunulmus ve ¢iktilar karsilastirmali

olarak degerlendirilmistir.

Tablo 8. Kamyon sinifi performans sonuglari

Sinif Algoritma Tiir Kesinlik (%) | Duyarlilik (%) | F1 Skoru
Kamyon | Random Forest | Makine Ogrenmesi 97 97 97
Kamyon KNN Makine Ogrenmesi 97 97 97
Kamyon| ML-MLP Makine Ogrenmesi 99 92 95
Kamyon DL-MLP Derin Ogrenme 95 84 90
Kamyon CNN Derin Ogrenme 99 88 93
Kamyon | PointNet Mini | Derin Ogrenme 93 83 87.9
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Random Forest ve KNN yontemleri kamyon sinifinda da neredeyse kusursuz bir
performans sergilemistir. Her iki algoritma da %97 kesinlik, %97 duyarlilik ve %97 F1
skoru ile kamyonlar yliksek dogrulukla smiflandirmistir. Bu sonug, makine 6grenmesi
yontemlerinin gii¢lii genelleme kapasitesini ve veri dengesizligine kars1 dayamikliligini
dogrulamaktadir. ML tabanlt MLP %99 dogruluguyla kesinlik agisindan yiiksek bir basar1
gostermistir. Ancak duyarlilik degeri %92°de kalmistir. Bu sonu¢ modelin yanlis pozitif
oranini ¢ok diistirtiirken bazi kamyonlar1 atladigin1 gostermektedir. F1 skoru %95 ile
Random Forest ve KNN’den daha diisiik kalsa da olduk¢a yiiksek bir performans
sergilemistir. Derin 6grenme tabanli MLP %95 Kesinlik degeriyle iyi denilebilecek bir
sonug elde etse de duyarliligin %84’e diismesi, modelin kamyon sinifindaki tim 6rnekleri
tespitte zorlandigini géstermektedir. Bu nedenle F1 skoru %90 seviyesinde kalmistir. CNN
modeli, 99% kesinlik orani ile kamyonlari dogru siniflandirma konusunda ¢ok basarili
olmustur. Ancak duyarlilik degeri %88’e diismiistiir. Yani model yanlis pozitifleri biiyiik
Ol¢iide azaltirken bazi kamyon 6rneklerini kagirmistir. Sonug olarak F1 skoru %93 olarak
gerceklesmistir. PointNet Mini, %93 kesinlik, %83 duyarlilik ve %87,9 F1 skoruyla diger
yontemlere gore daha diisiik performans gostermistir. Ozellikle duyarlilik degerinin daha
diisiik kalmasi, modelin kamyon Orneklerini tam olarak kapsamakta zorlandigini
gostermektedir.

Kamyon smnifi sonuglari incelendiginde 06zellikle Random Forest ve KNN’in
performansi yine on plana ¢ikmaktadir. Bu iki yontem, kamyon smifinda dengeli kesinlik—
duyarlilik degerleri sayesinde en yiiksek performansa ulagmistir. ML-MLP de yiiksek
kesinlik avantajiyla giiglii bir alternatif olurken duyarlilik degerinin biraz diisiik kalmasi
genel basariy1 sinirlamistir.

Derin 6grenme tabanli yontemlerde ise CNN giiclii bir kesinlik sergilemistir ancak
duyarlilik degerinde kayiplar yagamistir. DL-MLP ve PointNet Mini ise makine dgrenmesi
yontemlerine kiyasla daha diisiik performans gostermistir.

Sonug olarak, kamyon sinifinda makine 6grenmesi yontemleri agik sekilde iistiin

performans saglamis, derin 6grenme tabanl yaklasimlar ise daha diisiik diizeyde kalmistir.
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3.2.5. Motosiklet Sinifi icin Algoritma Bazh Dogruluk ve F1 Karsilastirmasi

Calismanin bu bolimiinde motosiklet sinifi i¢in algoritmalarin elde ettigi basarilar
ayr1 ayr1 incelenmistir. Elde edilen sonuglar Tablo 9’da sunulmus ve ¢iktilar karsilastirmali

olarak degerlendirilmistir.

Tablo 9. Motosiklet sinifi performans sonuglari

Duyarlilik
Sinif Algoritma Tiir Kesinlik (%) (%) F1 Skoru
Random Makine
Motosiklet Forest Ogrenmesi 97 93 95
Makine
Motosiklet KNN Ogrenmesi 84 76 80
Makine
Motosiklet | ML-MLP Ogrenmesi 16 96 28
Derin
Motosiklet | DL-MLP Ogrenme 5.7 74 10.6
Derin
Motosiklet CNN Ogrenme 11 93 20
PointNet Derin
Motosiklet Mini Ogrenme 76.4 89 82

Tablo incelendiginde Random Forest yonteminin motosiklet sinifinda en yiiksek
basariy1 gosterdigi goriilmektedir. %97 kesinlik ve %93 duyarlilik degerleri ile dengeli bir
performans ile %95 F1 skoru elde etmistir. Bu sonug, algoritmanin motosiklet drneklerini
hem dogru hem de istikrarli sekilde siniflandirabildigini gostermistir. KNN yontemi %84
kesinlik ve %76 duyarlilik ile kismen orta diizeyde bir basar1 saglamistir. Kesinlik
degerinin duyarlilik degerine goére daha yiiksek olmasi, modelin yanlis pozitifleri
azaltabilmesine ragmen bir¢ok motosikleti atladigini gostermektedir. F1 skoru %80 ile
Random Forest’in belirgin sekilde gerisinde kalmistir. ML tabanli MLP de duyarlilik
degeri %96 gibi oldukga yiiksek olsa da kesinlik yalnizca %16 seviyesindedir. Bu durum,

modelin neredeyse tiim motosikletleri motosiklet olarak etiketledigini ancak c¢ok fazla
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yanlis pozitif tirettigini gostermektedir. Dolayisiyla F1 skoru yalnizca %27’ye diigmiistiir.
DL-MLP, %5,7 kesinlik degeri ile ciddi bir diisiis yasamistir, duyarlilik ise %74 diizeyinde
kalmistir. Bu nedenle F1 skoru yalnizca %11 gibi ¢ok diisiik bir seviyeye gerilemistir. Bu
sonug, derin 6grenme tabanli MLP’nin motosiklet sinifinda basarisiz oldugunu ortaya
koymaktadir. CNN, duyarlilik degeri agisindan %93 ile olduk¢a yiiksek bir basart elde
etmistir. Ancak kesinlik %11 seviyesindedir. Bu durum, modelin motosiklet sinifin1 tespit
egiliminde oldugunu fakat ¢ok fazla yanlis pozitif iirettigini géstermektedir. F1 skoru %20
seviyesinde kalmistir. PointNet Mini, motosiklet smnifinda derin 6grenme yontemleri
arasinda en iyi sonucu vermistir. %76,4 kesinlik ve %89 duyarlilik degerleriyle dengeli bir
performans ortaya koyarken %82 F1 skoru ile KNN’in dniine ge¢mistir. Ancak Random
Forest’a kiyasla geride kalmstir.

Motosiklet siifi sonuglari, sinifin dengesiz veri dagilimi nedeniyle zorlayici oldugu
goriilmektedir. DL-MLP, CNN gibi derin 6grenme tabanli yontemler diisiik kesinlik
degerleriyle basarisiz kalirken, Random Forest bu simifta da en iyi sonuglari tiretmistir.
PointNet Mini, derin 6grenme tabanli yontemler arasinda ve %82 F1 skoru iyi bir
performans saglamistir. Buna karsilik ML-MLP, yiiksek duyarlilik avantajina ragmen asir1
diisiik kesinlik nedeniyle giivenilir bir sonu¢ verememistir. Sonug¢ olarak motosiklet
siifinda, Random Forest en basarili yontem olurken, PointNet Mini de 6zellikle dengesiz

siniflarda derin 6grenmenin potansiyelini géstermistir.

3.2.6.  Bariyer Sinifi icin Algoritma Bazh Dogruluk ve F1 Karsilastirmasi

Calismanin bu boliimiinde bariyer sinifi igin algoritmalarin elde ettigi basarilar ayri
ayr1 incelenmigstir. Elde edilen sonuglar Tablo 10’da sunulmus ve ¢iktilar karsilastirmali

olarak degerlendirilmistir.
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Tablo 10. Bariyer sinifi performans sonuglari

Duyarlilik
Siif Algoritma Tiir Kesinlik (%) (%) F1 Skoru
Random Makine
Bariyer Forest Ogrenmesi 100 99 99
Makine
Bariyer KNN Ogrenmesi 98 99 98
Makine
Bariyer ML-MLP Ogrenmesi 98 99 98
Derin
Bariyer DL-MLP Ogrenme 42,5 93 58
Derin
Bariyer CNN Ogrenme 71 99 83
PointNet Derin
Bariyer Mini Ogrenme 84 94 89

Tablo 10’ da Random Forest yonteminin bariyer sinifinda en yiiksek performansi
gosterdigi goriilmektedir. Kesinlik %100, duyarlilik %99 ve F1 skoru %99 seviyesindedir.
Bu sonu¢ modelin bariyer sinifini neredeyse hatasiz bir sekilde ayirt edebildigini
gostermektedir. KNN yontemi %98 kesinlik, %99 duyarlilik ve %98 F1 skoru ile Random
Forest’a ¢ok yakin bir performans sergilemistir. Sadece ufak farklarla geri kalmasina
ragmen, bariyer sinifi i¢in oldukg¢a giivenilir bir model oldugu goriilmektedir. ML tabanh
MLP, diger yontemlere benzer sekilde %98 kesinlik ve %99 duyarlilik degerleriyle yiiksek
bir basariya ulagsmistir ve %98 F1 skoru elde etmistir. Bu sonug¢ bariyer sinifinin makine
ogrenmesi yontemleri icin kolay ayristirilabilen bir kategori oldugunu ortaya koymaktadir.
DL-MLP, bariyer sinifinda olduk¢a zayif bir performans sergilemistir. Duyarlilik degeri
%093 ile kotii bir sonu¢ olmamasina ragmen, kesinlik yalnizca %42,5 seviyesinde kalmistir.
Bu dengesizlik nedeniyle F1 skoru %58’e kadar diismiistiir. Bu sonug, derin MLP’nin
bariyer sinifinda yiiksek miktarda yanlis pozitif iirettigini gostermektedir. CNN yontemi
%99 duyarlilik oraniyla oldukea iyi bir sonug elde etmistir yani bariyer noktalarinin biiyiik

cogunlugunu dogru etiketleyebilmistir. Ancak kesinlik %71 seviyesinde kalmis ve bu
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durum modelin baz1 diger siniflar1 yanlislikla bariyer olarak etiketledigini gostermektedir.
F1 skoru %83’tiir ve DL-MLP’den ¢ok daha iyi olmasina ragmen makine Ogrenmesi
yontemlerinden geridedir. PointNet Mini, %84 kesinlik ve %94 duyarlilik orani ile dengeli
bir performans sunmus ve %89 F1 skoru elde etmistir. CNN’den daha yiiksek kesinlik
orani saglamistir ve duyarlilik acgisindan biraz geride kalsa da genel performansi daha
dengelidir.

Bariyer smifi sonuglari, bu smifin makine 6grenmesi yontemleriyle olduk¢a basarili
sekilde smiflandirilabildigini géstermektedir. Random Forest, %99 F1 skoru ile en iyi
sonucu elde etmistir. KNN ve ML-MLP de %98 F1 skoru ile olduk¢a giiglii performans
gostermistir.

Derin 6grenme yontemleri arasinda PointNet Mini, %89 F1 skoru ile 6ne ¢ikarken,
CNN %83 ile daha geride kalmistir. DL-MLP ise bu sinifta belirgin sekilde basarisiz
olmus, yiiksek yanlis pozitif oran1 nedeniyle yalnizca %58 F1 skorunda kalmistir. Sonug
olarak bariyer smifinda makine 6grenmesi yontemleri, derin 6grenme yaklasimlarina

kiyasla ¢ok daha giiclii ve tutarli bir performans sergilemistir.

3.2.7. Bisiklet Rafi icin Algoritma Bazh Dogruluk ve F1 Karsilastirmasi

Calismanin bu boliimiinde bisiklet rafi sinifi igin algoritmalarin elde ettigi basarilar
ayri ayri incelenmistir. Elde edilen sonuglar Tablo 11°de sunulmus ve g¢iktilar

karsilastirmali olarak degerlendirilmistir.
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Tablo 11. Bisiklet rafi sinifi performans sonuglari

Duyarlilik
Sinif Algoritma Tiir Kesinlik (%) (%) F1 Skoru
Random Makine
Bisiklet Rafi Forest Ogrenmesi 100 100 100
Makine
Bisiklet Rafi KNN Ogrenmesi 100 99 100
Makine
Bisiklet Rafi | ML-MLP Ogrenmesi 100 100 100
Derin
Bisiklet Rafi DL-MLP Ogrenme 12 97,6 22
Derin
Bisiklet Rafi CNN Ogrenme 43 100 60
PointNet Derin
Bisiklet Rafi Mini Ogrenme 96 100 98

Tablo 11 incelendiginde Random Forest yontemi bisiklet rafi sinifinda %100
kesinlik, %100 duyarlilik ve %100 F1 skoru elde ederek mitkemmel bir basar1 saglamistir.
Model bu sinifi hi¢ hata yapmadan siniflandirabilmistir. KNN de %2100 kesinlik ve %99
duyarlilik ile yine neredeyse kusursuz bir performans gostermis, F1 skoru %100’e
ulasmistir. Sadece kiiclik bir miktar yanlis negatif iiretilmistir. ML tabanlit MLP, %100
kesinlik ve %100 duyarlilik ile Random Forest’a es deger bir sonug elde etmistir ve F1
skorunda %100 seviyesine ulagmistir. Bu sonug, makine 6grenmesi yontemlerinin bisiklet
rafi smifin1 rahat¢a ayirt edebildigini gostermektedir. DL-MLP, bu simifta en diisiik
performans1 gostermistir. Duyarlilik degeri %97,6 gibi yiiksek bir seviyede olmasina
ragmen kesinlik yalnizca %12°de kalmistir. Yani model, bisiklet rafi sinifina ait olmayan
birgok noktayr yanlislikla bu sinifa atamistir. Bu dengesizlik, F1 skorunun %22 gibi
oldukca diisiik bir seviyeye inmesine neden olmustur. CNN, %100 duyarlilik degerine
ulagarak tiim bisiklet rafi noktalarin1 dogru tahmin edebilmisken kesinlik yalnizca %43’te
kalmistir. Bu da ¢ok sayida yanlis pozitif iirettigini gdstermektedir. Dolayisiyla F1 skoru
%60 seviyesine diigsmiistiir. PointNet Mini, %96 kesinlik ve %100 duyarlilik ile derin
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O0grenme yontemleri arasinda en dengeli ve basarilt sonucu vermistir. F1 skoru %98’e
ulagsmig, makine Ogrenmesi yontemlerinin performansina olduk¢a yakin bir bagar
gostermistir.

Bisiklet rafi sinifi i¢in en yiiksek basariy1r yine makine 6grenmesi yontemleri elde
etmistir. Random Forest ve ML-MLP, %100 F1 skoru ile hatasiz ¢alisirken, KNN de
%100’e ¢ok yakin bir performans gostermistir. Derin 6grenme yontemleri arasinda ise
PointNet Mini, %98 F1 skoru ile 6ne ¢ikarken CNN %60 ile orta diizeyde kalmistir. DL-
MLP ise bu sinifta basarisiz olmustur.

Bu sonug, bisiklet rafi sinifinin diisiik 6rnek sayisina ragmen belirgin geometrik
ozelliklere sahip oldugunu, bu nedenle makine 6grenmesi algoritmalariyla ¢ok iyi ayirt
edilebildigini gdstermektedir. Derin 6grenme tabanli modeller ise Ozellikle dengesiz

siiflarda yliksek yanlis pozitif iretmeye daha yatkin gériinmektedir.

3.3. Genel Sonuclar ve Karsilastirma

Bu calismada yapilan deneylerin tiimii dikkate alindiginda, yontemler arasinda hem
genel dogruluk hem de sinif-bazli basarilar acisindan farkliliklar gézlemlenmistir. Bu
boliimde algoritmalarin genel performanslart 6zetlenmekte ve yontemlerin giiglii ve zayif
yonleri sunulmaktadir.

Makine 6grenmesi yontemleri arasinda Random Forest digerlerine gore agik ara en
basarili sonuglar1 vermistir. Yaklasik %97 dogruluk ve %98 F1-skoru ile diger yontemlerin
Oniline gegmistir. RF’nin bu basarisi, aga¢ tabanli yapisinin diizensiz dagilima sahip nokta
bulutu verisine uyum saglayabilmesi ve Ozellikle dengesiz siniflarda kararli sonuglar
iiretebilmesinden kaynaklanmaktadir. Ozellikle araba, kamyon ve bariyer smiflarinda
yiiksek tutarlilik elde edilmistir.

KNN, k = 3 diisiik komsu sayisinda %96 dogruluk diizeyine ulasirken az 6rnekli
siiflarda duyarlilik degerlerinde kayiplar yasamistir. Makine O6grenmesi tabanli MLP,
%90 civarinda dogrulukla RF ve KNN’in gerisinde kalmistir ancak sade yapisina ragmen
giiclii performans gostermistir.

Derin 6grenme yontemleri arasinda PointNet Mini, 6zellikle bisiklet rafi ve bariyer
smiflarinda yiiksek F1-skorlar1 tiretmis, ancak yaya ve motosiklet gibi kiiciik siniflarda
makine 6grenmesi yontemlerinin gerisinde kalmistir. Bu durum hem sinif dengesizligi hem

de modele giris olarak kullanilan nokta sayisinin smurlt tutulmasiyla iliskilidir. CNN
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modeli, yaklasitk %83 dogruluk ile daha diisiik genel performans sergilemis olsa da
kamyon ve otobiis siniflarinda geometrik iligkileri yakalayabilmesi sayesinde kararli
tahminler yapabilmistir. Derin 6grenme tabanlt MLP ise %70 civarinda dogruluk saglamis,
fakat RF ve KNN’in olduke¢a gerisinde kalmistir.

Genel degerlendirmede, Random Forest en basarili yontem olarak one ¢ikmistir. Bu
sonug, nokta bulutu simiflandirmasinda 6zellikle dengesiz veri kiimelerinde aga¢ tabanl
yontemlerin avantajli oldugunu gdstermektedir. Ote yandan, CNN ve PointNet Mini gibi
derin 6grenme yoOntemleri daha biiyiik veri kiimeleri, daha derin mimariler veya veri
artirma teknikleri ile giliglendirildiginde potansiyel olarak ¢ok daha yiiksek performans

sergileyebilir.



4. SONUCLAR VE ONERILER

Bu tez calismasinda, nuScenes lidarseg-mini veri seti kullanilarak nokta bulutu
siniflandirmasi gergeklestirilmis ve hem makine 6grenmesi hem de derin 6grenme tabanl
cesitli yontemlerin performanslar1 karsilastirilmistir. Calismanin temel amaci, farkli
algoritmalarin nokta bulutu verisi {izerindeki smiflandirma basarisini incelemek ve
yontemler arasinda gii¢lii ve zayif yonleri ortaya koymaktir.

Uygulanan yontemler arasinda Random Forest, KNN, ML-MLP, DL-MLP CNN ve
PointNet Mini yer almistir. Tiim yontemler 7 sinif i¢in degerlendirilmis ve dogruluk,
kesinlik, duyarlilik, F1-skoru ile karisiklik matrisleri tizerinden analiz edilmistir.

Elde edilen bulgulara gére, Random Forest yaklasik %97 dogruluk ve %98 F1 ile en
basarili yontem olmustur. Bu sonug, Ozellikle dengesiz siniflar {izerinde bile kararh
tahminler yapabilen aga¢ tabanli yontemlerin bu problemde giiclii bir ¢6ziim sundugunu
gostermektedir. KNN, diisiik komsu sayilarinda %96 basar1 ile Random Forest’e rekabetci
sonuclar elde etmis ancak simif sayisi arttikga hassasiyeti diismiistiir. ML-MLP %90
dogruluk ile basit yapisina ragmen giiclii bir alternatif olmus, fakat RF’nin gerisinde
kalmustir.

Derin 6grenme yontemlerinden PointNet Mini, ham nokta bulutunu dogrudan igleme
kapasitesi sayesinde bisiklet rafi ve bariyer gibi bazi siniflarda yiiksek basar1 saglamuis,
ancak kiiclik ornekli siniflarda zorlanmistir. CNN, %83 dogrulukla genel olarak orta
performans gostermis, fakat kamyon ve otobiis gibi smiflarda geometrik iliskileri
yakalayabilmistir. Derin 6grenme MLP ise %70 dogruluk ile diisiik bir basar1 saglayarak
makine 6grenmesi yontemlerinin gerisinde kalmistir.

Genel olarak, bu ¢alismada makine 6grenmesi tabanli yontemlerin, 6zellikle Random
Forest’in, mevcut veri kiimesinde derin 6grenme tabanli modellere kiyasla daha yiiksek
dogruluk sagladigr goriilmiistiir. Bunun temel nedenleri arasinda veri kiimesinin gorece
kiigiik boyutu, sinif dengesizligi ve derin 6grenme yontemlerinin daha biiyiik veri ve daha

uzun egitim siireclerine ihtiya¢ duymasi bulunmaktadir.
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